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Resumo

Resumo da Dissertacao apresentada ao Programa de P6s Graduacao em Instrumentagao, Controle
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MAPEAMENTO AUTOMATIZADO DE GASES COM ROBOS

Mauricio Souza Sathler

Outubro/2023

Orientadores: Gustavo Pessin

Maira Saboia

As operagdes de inspecao sao fundamentais para assegurar a seguranca operacional na
industria de mineracdo. Quando realizados em ambientes confinados, esses processos exigem
atencao devido aos varios riscos envolvidos, incluindo a presenca de gases nocivos e a falta de
oxigénio. A presente dissertacdo compara diferentes modelos de entrada e arquiteturas de redes
para o Deep Q Learning (DQN), uma técnica de aprendizado profundo por reforco. Isso inclui
camadas totalmente conectadas, camadas convolucionais e convolugdes consolidadas na literatura.
O objetivo da dissertagdo € realizar o rastreamento de diéxido de carbono, configurando diferentes
plumas em vérios ambientes simulados, utilizando robds mdveis. Além das configuracdes
necessdrias para a simulacdo de uma pluma de gés, a dissertacdo detalha as configuragdes,
parametros e arquitetura da rede de aprendizado profundo utilizada. Os resultados obtidos em
ambientes simulados representativos demonstram a viabilidade da técnica proposta, abrindo

caminho para futuras aplicacdes com robos reais.

Palavras-chave: GSL, Robdtica Mével, Aprendizado Profundo por Reforgo.

Macrotema: Mina; Linha de Pesquisa: Robdtica Aplicada a Mineragao; Tema: Saudde e

Seguranga; Area Relacionada da Vale: Instituto Tecnoldgico Vale.
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Abstract

Abstract of Dissertation presented to the Graduate Program on Instrumentation, Control and
Automation of Mining Process as a partial fulfillment of the requirements for the degree of
Master of Science (M.Sc.)

THESIS TITLE

Mauricio Souza Sathler

October/2023

Advisors: Gustavo Pessin

Maira Saboia

Inspection operations are essential to ensure operational safety in the mining industry.
When carried out in confined environments, these processes require attention due to the various
risks involved, including the presence of harmful gases and the lack of oxygen. This dissertation
compares different input models and network architectures for Deep Q Learning (DQN), a deep
reinforcement learning technique. This includes fully connected layers, convolutional layers and
convolutions consolidated in the literature. The objective of the dissertation is to perform carbon
dioxide tracking, setting up different plumes in various simulated environments, using mobile
robots. In addition to the settings required for the simulation of a gas plume, the dissertation
details the settings, parameters and architecture of the deep learning network used. The results
obtained in representative simulated environments demonstrate the feasibility of the proposed

technique, paving the way for future applications with real robots.

Keywords: GSL, Mobile Robotics, Deep Reinforcement Learning.

Macrotheme: Mine; Research Line: Robotics Applied to Mining; Theme: Health and Safety;
Related Area of Vale:Vale Institute of Technology.
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1. Introducao

O monitoramento de fonte de gas é uma tarefa importante na mineracao, no entanto, é
complexo, pelo fato desses locais serem extensos € em grande maioria ndo possuem capacidade
para instalacdo de equipamentos fixos de monitoramento. Assim, se torna um problema com-
plexo, e quando existe a possibilidade, ela é onerosa, pois a disposicao de sensores de gés pelo
ambiente demanda infraestrutura e grande quantidade de sensores. Isso fortalece a utilizacao
de rob0s mdveis para substituir equipamentos fixos e pessoas nesses ambientes perigosos. A
possibilidade de utilizar robds méveis oferece uma ampla variedade de oportunidades, nao
somente no ambito de monitoramento da qualidade do ar, como o sistema de sensores citados
anteriormente, mas também € possivel realizar diversas outras atividades, como: filmar, gerar ma-
pas, monitoramento preditivo, exploracdo de novos ambientes, tirar informacdes sobre possiveis
problemas, etc.

Além desses pontos os robds também podem ser utilizados em situacdes de acidentes / de-
sastres. Com o envio do robd em situacdo de desastre € possivel detectar e atuar no foco do
acidente. Outra possibilidade € explorar e mapear ambientes inexplorados, como cavidades
naturais sem colocar em risco a vida humana. Por fim, as informagdes captadas pelos robds por
serem armazenadas, servem de insumo para outras areas da industria 4.0, como o big data e
andlise de dados.

Alguns processos da mineracao utilizam, geram ou ocorrem em locais suscetiveis a gases,
desde inertes até toxicos e explosivos (SATHLER|, 2021)), o que dificulta o seu monitoramento.

Historicamente, sao conhecidos relatos de acidentes em ambientes industriais do setor mineral,

em 2016 uma explosdo de gasoduto causou a morte de 3 pessoas na Gerdau (Figura [I.Ta))
e em 2018 ocorreu uma grande explosdao num gasdometro da Usiminas, deixando 34 feridos
(Figura [L.TDb)), dentre vérios outros acidentes (GLOBO] [2020) (GLOBO, 2022), (TEMPO| [2022)
(DO VALE, [2023)), demonstrando a importancia do monitoramento dos gases na indistria como
chave para manter a saide e segurancga operacional.

Figura 1.1: Acidentes recentes relacionados a gases nas usinas da Gerdau e Usiminas.

(a) Acidente na Gerdau. (b) Usina da Usiminas.

Fonte: (GLOBO! 2018) e (DO ACO, 2016).

11



1.1. Contextualizacao

O campo da robética faz parte do avanco industrial, mas robds ndo sao novidade no setor
produtivo. Desde a década de 60 os robds industriais vém ganhando espaco, mas existe uma
diferenca entre os robds que operavam antigamente e os atuais.

Antigamente as atividades exercidas por sistemas robdticos eram baseadas em movi-
mentos repetitivos e limitados. Atualmente estd acontecendo uma disruptura nessa forma de
trabalhar com rob0s, onde cada vez mais temos a presencga de robds em atividades que deman-
dam alta percepg¢do e interacao com o ambiente, o que implica um alto nivel de complexidade.
Anteriormente existiam situacdes predefinidas e uma sequéncia de movimentos para cada uma
delas.

Atualmente, o campo da inteligéncia artificial tem revolucionado o cendrio da robdtica.
Nesse novo contexto, um objetivo é definido para o sistema inteligente, que por sua vez decide
quais ag¢Oes tomar para alcancar esse objetivo.

E importante notar que o resultado encontrado pelo sistema inteligente niio é necessaria-
mente conhecido pelo programador. Isso significa que ndo € necessario ter todas as possiveis
situacdes e comportamentos programados, conforme destacado por Mitchell ez al.| (1990).

Esta drea de estudo é denominada Robotics and Autonomous Systems (RAS) (WONG
et all [2017). Alguns exemplos desses sistemas sdo apresentados na Figura[I.2] que apresenta
diferentes tipos de robds moéveis, quadripedes, bipedes, caminhdes, etc.

O projeto EspeleoRobd surgiu em 2014, como uma iniciativa da equipe de Espeleologia
da Vale, para desenvolver um dispositivo robotico que pudesse realizar inspecdes em areas
confinadas com mais seguranca operacional. A principio foi adquirido um robd comercial
inspirado no robo hexdapode RHex da Boston Dynamics. No entanto, este robd possuia algumas
limitacdes, tais como seu sistema de locomog¢ao mal sincronizado, € um sistema de comunicag¢ao
de baixa eficiéncia, necessitando de dois receptores separados para a transmissao das imagens e
um utilizado apenas para o envio de comandos ao robd (ROCHA et al.l 2019)

Por isso, 0 robd foi encaminhado ao Instituto Tecnoldgico Vale (ITV) para aprimoramento.
Ao longo dos anos o ITV desenvolveu seu proprio robd, o EspeleoRobd, que manteve a inspiracao
no RHex, mas com modificagdes necessarias para suas aplicacdes. O EspeleoRobd possui um
sistema intercambidvel de locomogao e diversos sensores acoplados na parte superior, como
cameras RGB e LiDAR, que permitem o mapeamento 3D e 2D das cavidades (Figura[I.3).

Durante o desenvolvimento do projeto, surgiram novas dreas de inspe¢ao para o robd
além de cavernas e outros ambientes naturais. Segundo [Cid ef al.| (2020)), algumas das tarefas
mais demandantes em ambientes industriais sdo inspecdes e mapeamento. Particularmente,
regides como tubulacdes, cavernas e galerias de barragens sdo dreas que exigem inspegdes e
mapeamentos frequentes.

Com o objetivo de promover a segurancga nas operacdes de inspec¢ao, foi realizado um

estudo para identificar os gases nocivos presentes em mineracao e cavidades naturais. Com

12



Figura 1.2: Rob0s e Sistemas Autdnomos.

o8 - " SpotMini Spot Atlas Handle

Y . .
(a) Rover perseverance e drone ingenuity (b) Robos da Boston Dynamics
e 4

‘‘‘‘‘

(c) Veiculos autdbnomos para transporte de pessoas e mercadorias.

Fonte: [Dynamics| (2020)); Space] (2022); Waymo| (2022)
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base nesse estudo foi desenvolvido um médulo de sensores de gas embarcado no EspeleoRobd
(SATHLER, [2021)). O robd apresenta a vantagem de poder realizar medi¢des com alta precisdo
sem a necessidade de expor operadores a ambientes perigosos. A partir das demandas de

inspecao, visando saude e seguranga foi realizado um estudo para mapear os gases nocivos que

existem em ambientes de mineracao e cavidades naturais.

Figura 1.3: EspeleoRobd realizando inspe¢ao em ambiente real e simulado, usando reconstru¢ao
3D por fotogrametria (Mina do Veloso, Ouro Preto-MG).

(b) Robo virtual na reconstru¢do 3D da mina no
(a) Plataforma real na mina. simulador.

Fonte: [Cid et al.| (2020)

O EspeleoRobd € operado por teleoperacdo. Apesar disso, ele ja conta com algumas fun-
cionalidades autonomas, demonstrando um avanco significativo em sua capacidade operacional.
A meta para o futuro é tornar o EspeleoRobd completamente autdnomo. Este objetivo repre-
senta um marco importante no desenvolvimento do rob0, pois permitird uma maior efici€ncia e
independéncia em suas operacoes.

Uma vez que a estrutura do robd, incluindo os sensores de gas, esteja pronta, surgird uma
nova oportunidade de pesquisa. Esta oportunidade envolve a adi¢ao de mais uma capacidade
auténoma ao EspeleoRobd: a habilidade de rastrear fontes de gases toxicos. Isso ampliard ainda
mais o potencial do robdo em termos de seguranca e eficacia.

Para o desenvolvimento da funcionalidade do EspeleoRobd de localizar a fonte de um gés
téxico no ambiente de forma autdonoma € necesséario utilizar técnicas de Mobile Robot Olfaction
(MRO), que consistem em integrar sensores de gis e quimicos em plataformas moveis e explorar
maneiras de rastrear ou localizar a fonte de gas (MONROY ez al.| 2017b). Dentro dessa érea,
uma das técnicas mais utilizadas € o Gas Source Localization (GSL) ou Odor Source Localization

(OSL), que envia comandos para o robd, com o objetivo de encontrar a posi¢ao de uma fonte gas
ou quimica de interesse no ambiente (KOWADLO e RUSSELL] 2008)). Essa técnica se divide

14



em trés etapas: (i) busca pela pluma, que € a regido do ambiente onde hd presenca relevante do
gds alvo; (ii) rastreamento da pluma, que consiste em seguir o gradiente de concentragdo do gés
até a fonte; (iii) declaracao da fonte, que € o momento em que o robd identifica a localizacao
da fonte com base em algum critério. Outra técnica relacionada € o Gas Distribution Model
(GDM), que nao envia comandos ao robd, mas tem como proposta gerar algum tipo de mapa que
representa as posicdes onde se encontram as concentragdes ou variagdes de concentraciao do gas
(LILIENTHAL et al.l 2007). Essa técnica pode ser usada para auxiliar o GSL ou para fins de
andlise e visualizacdo dos dados.

Este é um problema complexo onde as solugdes existentes atualmente sdao incapazes de
performar bem em uma variedade de ambientes. Isso estd diretamente ligado a caracteristica de
dispersdo do gés, pois ha diferentes a maneiras de dispersao, além de que ainda ndo existe um
modelo matemdtico capaz de representar fielmente a dispersao dos gases.

Levando em consideracdo a complexidade matematica do modelo de dispersao dos gases,
técnicas para rastreamento nao sao tao eficientes devido a grande variagao do modelo de dispersao
de gases nos diversos ambientes.

A Defense Advanced Research Projects Agency (DARPA), uma institui¢ao pioneira no
desenvolvimento de tecnologias inovadoras e responsavel pela criagdo da primeira rede de
computadores em 1969, tem incentivado o avango da robdtica inteligente. Entre 2018 e 2021, a
DARPA promoveu o Subterranean Challenge (AGENCY,|2021)), um desafio que estimulou o
desenvolvimento de robds autdbnomos capazes de explorar ambientes subterraneos perigosos,
como locais abandonados e minas subterraneas. Além da exploracdo, os robds deveriam realizar
tarefas adicionais, como a localizac¢ao de diversos artefatos, incluindo a detec¢do de fontes de
gis CO.

A presenca da atividade de detec¢do de fontes de gds no DARPA destaca a complexidade
e a aplicabilidade pratica desta tarefa. Esta dissertacdo contribuiu para este campo ao colaborar
com a equipe CoStar (JPL, [2023)), um grupo multidisciplinar composto principalmente por
membros do Laboratério da NASA, o JPL, e da Universidade do MIT. Foi utilizado um algoritmo
de mapeamento, que € apresentado nesta dissertacdo, para mapear a concentracdo de gas. No
desafio foi necessario detectar uma fonte de gas artificial na caverna de Louisville Mega Cavern
no estado de Kentucky, Estados Unidos da America (Figura[l.4a). Apés o mapeamento, este
mapa era entdo fornecido ao operador, que determinava a localiza¢io da fonte de gés, alcancando
uma taxa de sucesso de 66% nas tentativas.

No entanto, o objetivo principal é permitir que o robd identifique autonomamente a
localizacao do gds. Em algumas situagdes de navegacdo, o contato com o operador pode nao ser
possivel, tornando o reconhecimento autobnomo da fonte de gis uma caracteristica desejavel para
o robo. Isso possibilita que o robd tome decisdes autdnomas para mitigar ou resolver problemas.
Para isso, € proposto o uso da técnica de aprendizado por refor¢o profundo, que permite com
que o robd aprenda a rastrear a fonte de gas a partir de exemplos e se adapte as condi¢cdes do

ambiente, melhorando a precisao e eficiéncia do rastreamento.
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Figura 1.4: Louisville Mega Cavern.
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Neste trabalho serdo apresentados dois algoritmos de rastreamento de fontes de gés, um
que utiliza informacdes de leitura e posi¢ao do robo para o rastreamento e o outro que utiliza
mapas (GDM) para o rastreamento de fonte de di6xido de carbono (CO;), tendo uma plataforma

robdtica mével para explorar o ambiente.

1.2. Objetivo

O objetivo geral deste trabalho € o desenvolvimento de um método baseado em aprendi-

zado por refor¢o para robds moveis rastrearem fontes de gés.

1.2.1. Objetivos Especificos

* Estudar, propor, desenvolver modelos de dispersao de gas.

Estudar, propor, desenvolver simuladores de robética possiveis de adaptagdo para o pro-
blema.

Desenvolver um ambiente de simulacao capaz de representar bem o problema.

Estudar, propor técnicas para mapeamento de gases.

Utilizar/adaptar técnicas para mapeamento de gases.

Desenvolver e avaliar modelos de inteligéncia artificial, baseados em aprendizado por
refor¢co que seja capaz de rastrear fontes de gis em simulacgdo.

1.3. Contribuicoes

A principal contribui¢do deste trabalho € a proposta e desenvolvimento de um modelo
de aprendizado por refor¢o para robds localizar fontes de gds. Além dessa contribui¢do, outras

contribui¢des técnicas e cientificas foram obtidas, e foram descritas nos documentos abaixo:

* Marques, M.; Sathler, M. S.; Campos, S. P.; Santos, L. F.; Serrantola, W.; Pessin, G.;
Lopes, B. E.; Falqueto, P. . Prognostico de falha em correia transportadora: proposta
e avaliacao de dispositivos (Hardware). 2021.

* Marques, M.; Sathler, M. S.; Campos, S. P.; Santos, L. F.; Serrantola, W.; Pessin, G.; Lopes,
B. E.; Falqueto, P.. Prognéstico de falha em correia transportadora: investigacio em

simulacao e testes em correia de pequena escala. 2021.

e Freitas, G.; Rezende, A. M. C: Miranda, V.; Cruz Jiinior, G.; Silva, R.; ARAUJO, A.; Fany,
C.; Marques, D.; Coutinho, D.; Matos, L. V. C. ; Ledo, L.G.; Azpurua, H.; Domingues,
J. D.; Barros, L. G. D.; Cid, A. L. M.; Sousa, F. L. M.; Torres, M. C. D.; Coelho, M.
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N.; Sathler, M. S.; Franga, P. H. T.; Teotonio, R.; Pessin, G. Quarto relatorio técnico
de acompanhamento do projeto Dispositivo Robético de Inspecao de Ambientes
Restritos e Confinados. 2021.

e Freitas, G.; Rezende, A. M. C; Miranda, V.; Cruz Junior, G.; Silva, R.; ARAUJO, A.; Fany,
C.; Marques, D.; Coutinho, D.; Matos, L. V. C. ; Ledo, L.G.; Azpurua, H.; Domingues,
J. D.; Barros, L. G. D.; Cid, A. L. M.; Sousa, F. L. M.; Torres, M. C. D.; Coelho, M.
N.; Sathler, M. S.; Franca, P. H. T.; Teoténio, R.; Pessin, G.. Dispositivo robético para
inspecao de ambientes restritos e confinados. 2021.

Adicional aos relatérios técnicos, no decorrer do projeto também foi publicado o seguintes
trabalhos em congresso e depdsitos de patente:

» Sathler, M. S.; Cid, A. M.; Oliveira, G. O.; Freitas, G.; Pessin, G.; Azpurua, H. Localizacao
de Fontes de Gas Usando Aprendizagem por Reforco com Robos Moveis na Industria
da Mineracao. 2021, Simpdsio Brasileiro de Automacao Inteligente (SBAI).

* A. Cid; M. Sathler, M. Delunardo; J. Domingues; H. Azptrua; G. Pessin; G. Freitas. Path
planning for ground robots based on radio signal strength. 2022, Latin American
Robotics Symposium (LARS), 2022 Brazilian Symposium on Robotics (SBR) and 2022
Workshop on Robotics in Education (WRE).

* Pessin, G.; Marques, M.; Sathler, M. S.; Coelho, B. N. Dispositivo ejetor, veiculo aéreo
nao-tripulado, e,método para ejecao de emergéncia. 2021, Brasil.

Patente: Privilégio de Inovacdo. Numero do registro: BR10202101400, titulo: "DISPOSI-
TIVO EJETOR, VEICULO AEREO NAO-TRIPULADO, E,;METODO PARA EJECAO
DE EMERGENCIA”, Institui¢io de registro: INPI - Instituto Nacional da Propriedade
Industrial. Depésito: 15/07/2021. Institui¢cao(des) financiadora(s): Vale SA, UFOP.

* Pessin, G.; Marques, M.; Sathler, M.; Dias, J. Sistema e Método Implementado por
Computador de Monitoramento para Deteccao e Estimacao da Posicao de Desalinha-
mento Lateral de Correrias Transportadoras, e Meio Legivel Por Computador. 2023,

Brasil.

Patente: Privilégio de Inovagdao. Numero do registro: BR102023010884, titulo: ~’SIS-
TEMA E METODO IMPLEMENTADO POR COMPUTADOR DE MONITORAMENTO
PARA DETECCAO E ESTIMACAO DE POSICAO DE DESALINHAMENTO LA-
TERAL DE CORREIAS TRANSPORTADORAS, E MEIO LEGIVEL POR COMPU-
TADOR?”, Institui¢ao de registro: INPI - Instituto Nacional da Propriedade Industrial.
Deposito: 02/05/2023. Instituicdo(des) financiadora(s): Vale SA, UFOP.
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1.4. Local de Realizacao

Este projeto foi desenvolvido no Laboratério de Robdética e Controle (ITVRoC) do

Instituto Tecnol6gico Vale (ITV), em Ouro Preto, dentro do contexto do projeto EspeleoRobo.

1.5. Organizacao

O restante do trabalho tem a seguinte organiza¢do: No Capitulo [2] é apresentado o
compilado de revisdo teérica e trabalhos relacionados. O Capitulo [3] abordara o desvio de
obstdculos em conjunto rastreamento de fontes de gds em plumas néo turbulentas, no Capitulo [
serd apresentado o rastreamento de fontes de gases em plumas turbulentas em conjunto com o
desvio de obstaculos, duas maneiras de treinamento de agentes inteligentes por aprendizado por
reforco, seu desenvolvimento e resultados. Por fim, o Capitulo conclui o trabalho e apresenta

os proximos passos que podem ser seguidos nesta linha de pesquisa.
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2. Referencial tedrico e fundamentacao cientifica

Este capitulo apresentard o embasamento tedrico para a resoluciao do problema proposto

e os trabalhos relacionados.

2.1. Localizacao de Fontes de Gas (GSL)

Durante as ultimas trés décadas, a localiza¢ao de fontes de gis se tornou um campo de
pesquisa popular, pois possui diversas potenciais aplicagdes, como a detec¢ao de substancias pe-
rigosas ou ilegais, localizar vazamentos em tubos de gés e assisténcia em missdes de salvamento.

Existem diversos algoritmos sendo propostos atualmente. (Chen e Huang (2018)) apre-
sentam um diagrama de Venn-Euler que ilustra as 4reas de estudo, conforme mostrado na
Figura2.1]

Esses algoritmos podem ser categorizados em quatro grupos distintos, proporcionando

uma visdo abrangente e estruturada do campo de estudo.

* Baseados em gradiente; e Multirrobo;

* Bioinspirados; * Probabilisticos.

Figura 2.1: Diagrama de Venn-Euler das categorias dos algoritmos.
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Fonte: |Chen e Huang| (2018).

As técnicas puramente baseadas em gradiente (DHARIWAL et al., 2004) foram as pri-
meiras a serem implementadas e se baseiam em deslocar o rob6 no sentido do gradiente de
concentracdo. Essa técnica apresenta bom desempenho em ambientes de distribui¢cdo continua,
pois em caso de pequenas descontinuidades na dispersdo da pluma esta técnica ja perde efeti-
vidade. As estratégias bioinspiradas ttm como fundamento, reproduzir o comportamento de
animais que utilizam algum tipo de pluma de odor para busca de alimento ou até para reprodugcao
(DAVIES et al.},2015).
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Tanto as técnicas baseadas em gradiente e bioinspiradas t€ém vantagem de possuir baixo
custo computacional, no entanto, elas sao limitadas em relagcdo aos diferentes tipos de plumas e
nao levam em consideracdo o ambiente ao redor, sendo dificil a integracao com algoritmos de
navegacao que acabam atrapalhando o préprio algoritmo de busca de fonte de gés. Os algoritmos
de Swarm ou multirrobd utilizam de compartilhamento de informagdes, técnicas de exploracao e
alguma métrica para buscar a fonte, em Duisterhof et al.|(2021)) € apresentado uma estratégia de
Swarm utilizando drones e o Particle Swarm Optimization (PSO).

Ja as probabilisticas possuem maior custo computacional como desvantagem, € como
vantagem € mais ficil a integracao com algoritmos de navegacao e consegue compreender melhor
os diversos tipos de plumas.

As estratégias probabilisticas, que sdo fundamentadas em mapas, modelam a localizacao
da fonte do odor. Elas representam essa localizagdo como uma distribui¢ao de probabilidade,
derivada das leituras obtidas pelo sensor de gés.

Nos ultimos anos os estudos na area de algoritmos probabilisticos t€ém ganhado forca,
pelo aumento do poder computacional técnicas antes que eram inviaveis computacionalmente.
Hoje sdo possiveis de serem processadas por aparelhos mdveis, assim, as abordagens baseadas
em aprendizado de maquina atualmente apresenta melhor desempenho em muitos casos, com
isso, ganhou espaco.

Contudo, até o momento existem poucos trabalhos baseados em aprendizado por reforco
para resolver o GSL. |N1u et al.| (2017) e Hu et al. (2019) propuseram estratégias de rastreamento
de pluma turbulenta estatica para veiculos aquéticos baseados em aprendizado profundo por
refor¢o, onde as técnicas propostas sdo comparadas com estratégias convencionais. [Singh ez al.
(2020) apresentam uma rede baseada em aprendizado profundo por refor¢o para resolver o
problema de rastreamento de fonte de gés para plumas no ambiente aéreo. Adicionalmente,
€ mostrada a variacao do aprendizado, onde é fornecido um vetor de estados anteriores como
entrada do modelo de aprendizado, representando a ideia de memoria.

No restante desta subse¢ao serdo apresentados alguns temas importantes para o entendi-

mento do problema de localizagcdo de fontes de gas.

2.1.1. Pluma de gas

Uma pluma € uma coluna de fluido em movimento dentro de outro fluido. No caso
das plumas gases nocivos geralmente estdo em movimento dentro do ar atmosférico, esses
fluidos podem ser movimentados por difusdo, pressdo e momento. As plumas de gas/odor tém
como classificacdes turbulentas e nao turbulentas. O parametro de classificacao é o nimero de
Reynolds, plumas ndo turbulentas ocorrem quando as forcas viscosas sdo dominantes (fluxo
lento, baixo nimero de Reynolds).

Estas forcas sdo suficientes para manter todas as particulas de fluido alinhadas, resultando

em um fluxo laminar, geralmente ocorrem em locais fechados e com pouco fluxo de vento como
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cavernas. Jd em plumas turbulentas (Figura[2.2) as forcas inerciais atuam sobre as forcas viscosas
(fluxo rapido, numero de Reynolds maior), esse comportamento € comum em ambientes abertos,

com grande influéncia de ventos.

Figura 2.2: Dissipacdo de uma pluma de gés.
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Fonte: [Leathers et al.|(2020).

2.1.2. Simulacao de robos

E importante ressaltar a dificuldade de realizar os experimentos para localizagdo de fontes
de gas, pois € necessdrio um ambiente grande, preparado, alto custo financeiro e o risco de
trabalhar com gases perigosos. Com isso, as ferramentas computacionais sao de grande valia.

A grande maioria dos trabalhos de GSL utilizam algum simulador de pluma de gés para o
desenvolvimento dos algoritmos, porém, vale relembrar que ainda nao existe um modelo que si-
mule perfeitamente todos os movimentos das particulas, isto implica que apds o desenvolvimento
do algoritmo em simulagdo, é importante a validagdo em ambiente real.

Os ambientes simulados t€ém como fung¢ao basica de reproduzir com fidelidade o ambiente
e 0 robd com seus determinados atributos, sendo uma ferramenta indispensavel para prototipagem
de sistemas robdticos. Um simulador possibilita testar ideias em ambientes seguros e controlados,
evitando danos a estrutura do robd. Escolher o simulador apropriado € importante, pois diferentes
ambientes de simulac@o oferecem desempenhos, detalhamentos e carateristicas variadas.

A utilizac@o destes ambientes € de grande auxilio para o desenvolvimento de algoritmos
que sao capazes de localizar fontes de gas. Segundo Cid et al.| (2020), alguns dos simuladores

mais utilizados na robética sao:

* O Gazebo ¢ um simulador desenvolvido pela Open Robotics para ser compativel com Ro-
bot Operating System (ROS), de cédigo aberto e gratuito (GAZEBO\ 2019). O simulador
de dindmica padrao € o ODE, e simuladores opcionais podem ser adicionados em forma

de plugins;

* O Webots ¢ um simulador de robdtica, langado pela empresa suica (CYBERBOTICS|

2020), que visa a facilidade no uso. Este € um simulador gratuito de c6digo aberto que
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também pode ser controlado externamente usando a API ou qualquer rede TCP/IP padrao,

tem suporte a0 ROS por padrao e possui o motor de fisica baseado no ODE;

* Autonomous Robots Go Swarming (ARGoS) foi desenvolvido no projeto Swarmanoid es-
pecificamente para simulacao de enxames e possui parte grafica simples com desempenho
aprimorado (PINCIROLI et al.,[2012). Com arquitetura baseada em plugins, é possivel

realizar a troca do motor de fisica e adicionar sensores via estes modulos;

* O CoppeliaSim, sucessor do VREP, ¢ um simulador de robética muito utilizado para
prototipagem, desenvolvimento e teste de algoritmos, verificagdo de seguranca e para
fins educacionais na area da robdtica. Ele é um software de codigo fechado comercial
que pode ser obtido gratuitamente em sua versao educacional (COPPELIAROBOTICS,
2019). Seu ambiente de desenvolvimento integrado é baseado em arquitetura de controle
distribuido, permitindo que os objetos € modelos sejam controlados de forma individual
via scripts. Este simulador € bem reconhecido por ser bem documentado, ter um time de

suporte presente e um eficiente manual de instrugdes offline;

* O Player e Stage (VAUGHAN, 2008) ¢ um simulador mais antigo e limitado, porém,
fornece boas funcionalidades.

2.1.3. Simuladores de Dispersao de Gas

Os simuladores de dispersao de gas, como o nome sugere, t€m como objetivo reproduzir
dispersdes de gases de maneira realista. No entanto, existem alguns desafios. O primeiro € que
nao hd uma formulacio que descreva exatamente a dispersao dos gases, o que significa que todos
os simuladores representam apenas uma aproximacao da realidade. O segundo desafio é o tempo
necessario para calcular a dispersao do gés. A geracao de apenas alguns minutos de simulagdo
pode levar cerca de uma hora .

Para a segunda parte do trabalho, serd utilizado o simulador GADEN Monroy et al.
(2017a). Este simulador, que opera no ROS, é capaz de processar modelos de dispersao de
diferentes tipos de gases. Ele realiza o pré-processamento da simulagdo, salvando os dados
obtidos em arquivos bindrios que s6 precisam ser lidos ao executar a simulagdo. Além disso, o
GADEN gera modelos em ambientes tridimensionais que levam em consideracio obstaculos, o
que o diferencia de outros simuladores.

No entanto, devido a sua abrangéncia, 0o GADEN apresenta um alto nivel de complexidade
para a geragcao de novos ambientes. Isso requer a execucdo de uma série de atividades: (i) criagao
de um modelo Computer Aided Design (CAD) dos ambientes; (i1) simulacdo dos campos vetoriais
(SimScale); (iii) geracdo de um arquivo com campos vetoriais; € (iv) simulagdo e criagdo dos
arquivos binarios (GADEN).
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2.2. Técnicas de Mapeamento

As técnicas de mapeamento de gis ou Gas Distribution Model (GDM) t€m como obje-
tivo gerar mapas representativos da distribuicao de gas, essas técnicas necessitam de algumas
informacgdes, como leituras de sensor de gas, posi¢do onde a leitura foi realizada e em alguns
casos especificos utilizam o mapa do ambiente e leituras de sensor anemometro.

Com base nessas leituras, existem varias abordagens para processar e analisar esses
dados. Em Reggente e Lilienthal|(2010) é apresentado um algoritmo capaz de representar plumas
turbulentas em ambientes tridimensionais, esse algoritmo se baseia em utilizar convolugao de

um kernel tridimensional que tem seus pesos ajustados pela leitura do anemdmetro (Figura [2.3)

Figura 2.3: Modificacdo do kernel baseado em leituras de vento. a) leitura do anemometro = 0;
b) ¢) d) leituras do anemo6metro > 0
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Fonte: Reggente e Lilienthal (2010).

Monroy et al. (2015) apresentam uma técnica de mapeamento baseado em Gaussian
Markov Random Field (GMRF) em que obsticulos afetam a distribuicao bidimensional do gés.
Isso € bom por representar mais fielmente o ambiente como apresentado na Figura[2.4] porém, é

mais custoso computacionalmente.

Figura 2.4: Comparagdo dos métodos GMRF e KerneIDM+V
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Fonte: Monroy et al.|(2015).
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2.3. Aprendizado de Maquina

O aprendizado de maquina ou machine learning é subdividido em trés subcategorias
(Figura@) que sao: (i) aprendizado supervisionado; (ii) aprendizado ndo-supervisionado; e (iii)
aprendizado por reforco (MURPHY/, 2012).

Figura 2.5: Diagrama de Venn-Euler das areas do aprendizado de maquina.

Compreensio

Descoberta

Significativa

Visualizagao
da Big Data

Sistemas
Recomendados

Marketing

Direcionado

Segmentagao
de Clientes

APRENDIZADO
NAO SUPERVISADO

MACHINE
LEARNING

Decisdes em
Tempo Real

Inteligéncia Artificial

de Estrutura

Detecgéo
de Fraudes
Elicitagio
de Recursos

APRENDIZADO
POR REFORGO

Classificagio
de Imagens

Retengio
de Clientes

CLASSIFICAGAD -
¢ Diagnésticos

Previsao

APRENDIZADO

SUPERVISADO
REGRESSAD Otimizagao
de Processos

Novas
Percepcies

Navegagio
de Robds

Aquisigao

de Jogos de Habilidades

Aprendizagem
de Tarefas

Fonte: [programarial (2020).

A categoria do aprendizado supervisionado tem como fundamento criar um modelo
preciso que consiga dividir os rétulos das classes por caracteristicas dos dados fornecidos a partir
de uma base de dados fornecida ja rotulada (KOTSIANTIS ez al.| [2006). O aprendizado nao
supervisionado é um subgrupo onde seu propdsito € agrupar conjunto de dados que nao possuem
rotulos ou classes pré-definidas(BARLOW,, [1989). Os quais buscam encontrar padrdoes ou
similaridades nos dados sem intervencao humana. Este trabalho € fundamentado em aprendizado
por reforgo, que serd detalhado na Sec¢do[2.3.1] no entanto, também serdo utilizadas técnicas que
sao conhecidas pela sua utilizacdo no aprendizado supervisionado, como a utilizagao de redes

convolucionais para extracdo de features.

2.3.1. Aprendizado por Reforco

O aprendizado por reforco € um dos trés principais subgrupos de aprendizado de maquina
(Figura[2.5)). Esse campo é bem conhecido por conseguir performar melhor do que o ser humano
em alguns jogos como os do Atari (WANG et al., 2016)), alphaGO (SILVER et al.l 2017), xadrez
(SILVER et al., 2018)), entre outros, porém, também tem sido muito utilizado na robética para
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encontrar uma solucdo vidvel para problemas tradicionalmente intratdveis dado o grande niimero
de parametros e varidveis envolvidas.

Os problemas da robdética geralmente sdo bastante complexos de modelar matematica-
mente e os algoritmos de RL se tornam uma boa alternativa. Haarnoja et al.|(2019) apresentam
aprendizado profundo por refor¢o (DRL) para que um rob6 quadrupede aprenda a andar. Em a
deep reinforcement learning approach for dynamically stable inverse kinematics of humanoid
robot foi utilizado o DRL a fim de manter o equilibrio de um robo, apds treinamento foi capaz
de resolver a cinemdtica inversa com 90% de precisdo para parte superior do corpo altamente
articulada de um modelo humanoide com 27 graus de liberdade (DoF).

A ideia do aprendizado por refor¢o (RL) € ensinar agente como realizar acoes em deter-
minadas situagdes (ambiente), isto de modo a maximizar uma recompensa numérica (Figura 2.6).
Ao agente ndo € dito quais ac¢des tomar, ao invés disso ele deve descobrir por meio de iteragoes,
quais agdes retornam recompensas maiores, se tornando um problema de otimizac@o que busca
maximizar as recompensas (R) se baseando no estado atual (5'), estado anterior (S), acdo (A)
(S,A,R,S"). Em casos mais complexos essas acdes podem ndo sé afetar a recompensa imediata,
mas também as situagdes e recompensas seguintes, gerando um efeito cascata. Essas duas
caracteristicas: (i) Busca por tentativa e erro (frial-and-error search) e (ii) Atraso de recompensa
(delayed reward), sao as mais importantes caracteristicas distintivas da aprendizagem de reforco
de entre outros tipos de aprendizado.

Q-learning e Deep Q-learning

O Q-learning Watkins e Dayan| (1992)) € um algoritmo que busca encontrar a melhor
acao para o estado em que se encontra. Tal como os primeiros algoritmos de RL o Q-learning
¢ baseado na tabela Q, tabela essa que tem como principio mapear todos as agcdes por estados
(AxS). Conforme o agente interage com o ambiente, € atribuido valor de qualidade a tabela, ou
seja, esse valor demonstra a qualidade da a¢do, em que acdes com maior valor de qualidade
resultam em um comportamento mais préoximo do esperado para o agente.

Os algoritmos de RL podem ser divididos em dois grupos, os baseados em valor e os
baseados e politica. Essa divisao se da pela maneira que o algoritmo busca aprender, o Q-learning
¢ um algoritmo baseado em valor que utilizada a fungéo de Bellman (Equagéo [2.1)), que ¢ uma
funcdo de valor, para preencher os valores de qualidade. Ja os baseados em politica (KIMURA
et al.,|1995;[SCHULMAN et al.,|2017) ao invés de tentar estimas os valores, tem como principio

estimar func¢des de valores, sempre se baseando em politicas gananciosas:

q""(s,a) = (1 - a)q(s,a) + a(R1 + ymaxyq(s',d')), 2.1

onde:

e g(s',d’): valor de qualidade atual;
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* ¢(s,a): valor de qualidade em um periodo de tempo atrds;
* o: taxa de aprendizado;

* ¥: fator de desconto.

Agentes baseados no Q-learning apresentam um bom desempenho e conseguem resolver
uma ampla variedade de problemas. No entanto, o Q-learning também apresenta alguns desafios.
O principal problema € a tabela Q, que armazena todos os estados e acdes. Quando se trabalha
em ambientes continuos, o tamanho da tabela pode se tornar extremamente grande. Isso pode
levar a uma inviabilidade computacional, devido & quantidade excessiva de recursos necessarios
para processar e armazenar esses dados.

A partir disso, o Deep-Q-learning soluciona esse problema com a substitui¢ao da tabela
Q por uma rede neural. A ideia é que partir das iteracdes com o ambiente realizar o fir da
rede, para que ela consiga representar bem o ambiente e assim, retornar os valores de agcao de
cada estado o que é o papel da tabela Q (funcdo de aproximacao da tabela Q), no entanto, é
computacionalmente mais eficiente, pois foi substituida uma matriz extremamente grande por
uma rede neural, que sdo basicamente funcdes. O restante € igual ao valor da tabela Q sera
enviado para a fun¢do de Bellman e esse valor serve de ajuste para a rede.

O DQN resolve o problema computacional da tabela Q, mas gera outros problemas no
processo de treinamento que devem ser solucionados para que ocorra um aprendizado de convirja
e mais estavel (THRUN e SCHWARTYZ, [1993). Isso se deve ao fato do Q-learning aprender com
cada uma das tuplas de experiéncia (Estado_Anterior,Acao,Recompensa, Estado) em ordem
sequencial, com isso pode ser influenciado pelos efeitos dessa correlagdo, e também se deve a
superestimacao sistematica dos valores. No entanto, € possivel estabilizar o treinamento com

duas técnicas chaves:

* Experience Replay: Possibilita a reutiliza¢do de experi€ncias anteriores para o aprendi-
zado, pois sem essa técnica, apés a utilizacao da experiéncia ela é descartada, ja no replay
buffer ndo. Ele armazena as experiéncias passadas em um buffer e as misturam dentro
deste, quebrando a correlag@o entre experiéncias e melhorando dois casos do aprendizado
por reforco: (i) estabiliza¢dao do aprendizado; (ii) reutilizacdo de experiéncias passadas;

* Target network: Quando utilizadas as redes neurais para representar a funcao de valor,
diferente do Q-learning que se atualiza o exato valor de estado, no DQN se ajusta os
parametros de toda a rede que pode afetar no valor de acdo do proximo estado. A target
network propoe resolver esse problema com outra DQN de mesma configuragado, essa
rede target se atualizard com uma frequéncia menor, a ideia € fixar os valores de ac¢do dos

proximos estados por um determinado periodo de tempo, estabilizando o aprendizado.

Existem dois métodos de atualizacao da rede. O full update que atualiza direto toda a

rede e o soft update em que a rede de destino € atualizada com maior frequéncia, mas
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em pequenas partes e em escala menor, assim, a rede target ird se mover lentamente, sua
atualizacao deve ser continua para que o efeito seja perceptivel. O valor de 7 € usado na
férmula de soft update como mostra a equagdo 2.2] onde 6 sdo os pardmetros da rede

destino, 8~ os parametros da rede target e T é uma constante de atualizagao.

0~ =(0%7)+ (0 «(1—1)). 2.2)

Ferramentas para Treinamento do Aprendizado por Reforco

Como apresentado na Figura [2.6|o aprendizado por reforco tem seu padrao de funciona-
mento e necessidade de muitas iteracdes para conseguir convergir a melhor politica. Dito isso,
existem ferramentas que t€m como objetivo facilitar o desenvolvimento de algoritmos e técnicas
de aprendizado, provendo um framework base e padronizado pelo qual comecgar os treinamentos

e onde outros algoritmos e implementacdes ja validados podem ser adaptados.

Figura 2.6: Sistema de iteragdes no aprendizado por reforco.
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Fonte: Mathworks| (2021)).

OpenAlI Gym ¢ um kit de ferramentas para pesquisa em aprendizado de méaquina. Este
kit de ferramentas oferece diversos ambientes e agentes preparados para implementacdes do
aprendizado por reforco. Segundo Brockman et al.|(2016) os algoritmos de RL necessitavam
de um ambiente de simulagdo comum, para que as pessoas possam compartilhar, comparar e
analisar os resultados das diferentes técnicas de RL nestes ambientes. O intuito € desenvolver
uma base para entender quais as melhores técnicas para determinados tipos de ambientes e assim,
acelerar o desenvolvimento da drea.

PyRep ¢ um kit de ferramentas para pesquisa de aprendizagem de robds, construido para o

CoppeliaSim / V-REP. Foi construido de forma a ser otimizado com o Coppeliasim com aumento
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de velocidade de 10000 vezes em relacdo com o Python Remote API anterior, propds um novo
mecanismo de renderizagdo e possui uma API simples para controle do robd e manipulacao de
cena (JAMES ez al| [2019). Nesse pacote ja vém alguns exemplos (Figura[2.7) e maneiras de

integrar novos robos a sistemas de aprendizado de maquina.

Figura 2.7: Ambientes de exemplo PyRep.

£
o -

Fonte: James et al.|(2019).

2.3.2. Redes Convolucionais

As redes convolucionais, também conhecidas como redes neurais convolucionais (CNNs),
sdo uma classe especializada de algoritmos de aprendizado profundo amplamente utilizados em
tarefas de processamento de imagens e reconhecimento de padroes. Eles sdo particularmente
eficazes na extracao de recursos de dados visuais.

Os dados da imagem sao representados como uma grade bidimensional de pixels, que
pode ser monocromatica ou colorida. Portanto, cada pixel corresponde a um ou mais valores
numéricos. Em Multi Layer Perceptrons (MLP), essas estruturas sao tratadas como vetores
numéricos, achatando a imagem independentemente da relacdo espacial entre os pixels. Esta
abordagem ndo € satisfatdria para o processamento de imagens, com isso (LECUN ez al.,|1995)
em 1995 apresentou as redes convolucionais. A ideia bésica por trds de uma rede convolucional
€ aplicar uma operacao de convolugdo aos dados de entrada. A convolugdo € um processo ma-
tematico que envolve a combina¢do de uma matriz de filtros com dados de entrada, resultando em
uma representacao transformada. Essa operacdo permite que as redes convolucionais capturem
com eficiéncia recursos locais e invariantes, como arestas, textura e forma.

Uma das principais vantagens das redes convolucionais € a capacidade de compartilhar
parametros entre as camadas. Isso significa que o mesmo filtro € aplicado a diferentes partes
da imagem, reduzindo a quantidade de parametros necessarios e permitindo que a rede aprenda
com eficiéncia os recursos comuns em diferentes partes da imagem.

Uma rede convolucional consiste em varias camadas, incluindo camadas convolucionais,
camadas de agrupamento (pooling) e camadas totalmente conectadas ou uma camada de Max
Average Pooling. As camadas convolucionais sdo responsiveis pela extracdo de recursos,

enquanto as camadas de agrupamento reduzem a dimensionalidade e ajudam a preservar recursos
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importantes. As camadas totalmente conectadas e a camada de Max Average Pooling sao
responsaveis pela classificagdo final ou regressao com base nas representagoes aprendidas.

As redes convolucionais tiveram um grande impacto em muitos campos, incluindo visao
computacional, reconhecimento de fala, processamento de linguagem natural e muito mais. Eles
tém sido usados para tarefas desafiadoras, como detec¢do de objetos, reconhecimento facial,
segmentacao de imagens e até mesmo criacao de obras de arte geradas por computador.

O desafio da/ImageNet (2021)), também conhecido como ILSVRC (ImageNet Large Scale
Visual Recognition Challenge) ocorreu entre 2010 e 2017. A ideia principal por trds desse desafio
era usar um grande conjunto de dados chamado ImageNet, que continha milhdes de imagens
marcadas com varios objetos em mais de mil categorias. Com o objetivo de desenvolver algorit-
mos que pudessem classificar corretamente as imagens nas categorias apropriadas a ImageNet
foi responsavel por impulsionar o desenvolvimento no campo de visao computacional, gerando
arquiteturas famosas (Figura@) na literatura, como: AlexNet (KRIZHEVSKY et al.,[2012)),
NiN (LIN ez all2013), VGG (SIMONYAN e ZISSERMAN| 2014), GooglLetNet (SZEGEDY!
et al.l|2015)), ResNet (HE et al.|, 2016)), DenseNet (HUANG et al.|, 2018)).

Figura 2.8: Arquitetura da ResNet-18
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Fonte: [Zhang et al.|(2023)).
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3. Rastreamento de fonte de gas em plumas nao turbulentas

Este capitulo apresenta a continuacao do trabalho iniciado em Sathler ez al.[(2021), que
utilizou aprendizado por refor¢o para rastrear uma fonte de gas ndo turbulenta. Com objetivo de
deixar o sistema cada vez mais realistico, adicionamos obstaculos. Dessa forma, o método de
aprendizado por reforco deve ser capaz de realizar desvio de obstaculos.

Para esta etapa ¢é utilizado o simulador Coppeliasim em conjunto com o plugin de
aprendizado por reforco no PyRep (JAMES et al., 2019). Este plugin facilita o treinamento, pois
com ele € possivel reiniciar o ambiente, remover a renderizacdo grafica. Consequentemente €
possivel acelerar bastante a simulacdo e treinamento.

A Figura[3.1|apresenta o fluxo das atividades, configuragdes e desenvolvimento/ajuste da

rede necessarios para a realizacdo do treinamento e validacao do algoritmo de aprendizado por

reforco.
Figura 3.1: Fluxo de execug¢do das atividades
Configuracao do Ambiente Desenvolvimento da Rede
Pluma de Gas Estado DQN Alustesicos
() S parametros
Coppelia Recorg;)pensa Arquitetura
\ 4

Configuracao do Agente Resultados
Sensores $imulados AcBes Treinamento \(E}IIdagéo

(Gas) (2 (4 posictes fixas) (Posigées diferentes do

(LiDAR) treinamento)

Fonte: O Autor.

3.1. Ambiente e Arquitetura

Foi utilizado um ambiente que possui obstaculos, uma pluma ndo turbulenta e o robd. A
pluma de gds simulada tem um decaimento linear conforme apresentado na Figura[3.2] onde em
roxo € a maior concentragdo de gas (400) e vermelho a menor concentragdo (1). A plataforma
utilizada para a simulacdo foi o EspeleoRobd (AZP(JRUA et al., 2021 |CID et al., 2020).
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Figura 3.2: Pluma ndo turbulenta simulada. (Roxo =~ 400, Vermelho =~ 5)

Fonte: [Sathler ef al.| (2021)).

Figura 3.3: Ambiente e EspeleoRobd simulados no Coppeliasim.

(a) Ambiente com pluma de gés e robd. (b) Plataforma robética EspeleoRobo.

A arquitetura utilizada é baseada no trabalho de Sathler ez al| (2021)), onde foi adicionado
a entrada de leituras do laser de distancia (Figura [3.4).

3.1.1. Estado

Em um ambiente de aprendizado por refor¢o, a cada passo dado pelo agente o ambiente
deve gerar o proximo estado, calcular a recompensa e verificar se a condi¢do de encerramento do

episodio aconteceu. Nesse ambiente os estados definidos foram:
* Concentracao de gés.

* Distancia deslocada entre a posi¢do atual para posterior do movimento. Representado na
equacdo [3.1] onde D, x, y, t consecutivamente correspondem a distancia relativa, posi¢ao
x referente ao ponto de referéncia do simulador, posi¢ao y correspondente ao ponto de
referéncia do simulador e intervalo de tempo:

D(r) = \/(x(t) —x(t 1)+ (1) —3(t — 1))* {PEQ—0<D<02}. ()
+ Angulo entre a pose atual para posterior do movimento (Equagio :

0(t) = yaw {0€Q— —2n <6 <+{2m}. (3.2)
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Figura 3.4: Arquitetura da rede utilizada.
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* Gradiente de da concentracdo e gis (0 ou 1).

* Leituras de distancia, a partir do sensor simulado velodyne, foram utilizados sé os feixes
planares e selecionado 1 leitura a cada 20 graus, isto se deve ao fato de evitar a sobrecarga

da rede com muita informag¢do para processar.

3.1.2. Sensor de gas simulado

O sensor de gés é representado pela caixa verde acoplada ao robd, conforme a Figura[3.3b]
Para coleta da concentragcdo de gas pelo sensor, foi desenvolvido um algoritmo de busca da
seguinte maneira: Na pluma de odor radial, os pontos distribuidos no ambiente possuem listas
de posic¢do (x,y,z) e concentragdo (IP), relativos a um ponto fixo (objeto Dummy) denominado
como “world”.

Para saber se as particulas de gas se encontram dentro dos limites do sensor, primei-
ramente é utilizado um método que busca na lista com informagdes da posi¢do (x,y,z) e a
intensidade de cada particula. Vale ressaltar que o sensor simulado tem formato cubico com
lados de 8 centimetros. Em seguida, as particulas s@o analisadas de forma que os pontos lidos

pelo sensor sao os que satisfazem as condig¢des seguintes:

01) 5 <= Welt) <= ult) + 3, 63)
(1)~ 3 <= Wlt) <= 0(1)+ 3. G4

onde yy,,) € a posigdo global da particula quimica, @y, € a posi¢do global do sensor de gés no
eixo x ou y no instante 7, ¢ 7 o tamanho de um lado do sensor.

Para o célculo de concentracdo C das particulas P que se encontram dentro do sensor foi
utilizada a férmula:

_ L P

C= =E 3.5)

onde |P| é o niimero total de particulas dentro do sensor.

3.1.3. Recompensas

Para obten¢ao do comportamento desejado no RL ¢ importante a definicao adequada
das recompensas (Equagio[3.6) e o peso de cada uma. Com isso, a fungdo de recompensa deve
fornecer um feedback positivo em situacdes em que o robo estd dentro da pluma, seguindo o
gradiente de concentragdo e encontro da fonte, caso o robd saia da pluma, colida ou siga um

gradiente negativo de concentracdo de gds o feedback deve ser negativo.
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(1 Robd dentro da pluma

—1 Para cada iteragao do agente com o ambiente
r(s,a) = ¢ —100 10 iteracdes seguidas fora da pluma (Condi¢do de parada) (3.6)

—100 Colisao com obsticulos (Condi¢ao de parada)

1000 Encontre a fonte (Condigdo de parada)

3.1.4. Normalizacao

A normalizagdo € importante para igualar o peso de cada dado de entrada na rede, pois,
dados com faixas de valores muito diferentes dificultam os otimizadores e gera oscilacao no
aprendizado resultando em acréscimo de tempo para convergéncia. Assim foi adotado o padrao
de normalizacdo que é compreender todos os dados entre O e 1. As entradas da rede foram

normalizadas conforme as equagodes:

* Equacdo No caso da pluma radial, a leitura do sensor (L) pode variar de 0 a 400,

assim, para normalizar (Ly) foi dividido o valor de leitura por 400:

L

= 100 (3.7)

Ly
* Equacdo[3.8} A maior distincia percorrida pelo rob6 em um tnico movimento chega perto
de 0.2, por isto foi dividida a distancia caminhada por 0.2. Para calcular a distancia é

utilizado a posicado atual em x (x;) e y (y,) € a posicao passada de x (x,—1) €y (Yn—1):

\/(xn _xn—l)2 + (yn _yn—l)2 .

Dy =
N 0.2

(3.8)

* Equagio[3.9} O angulo da pose do robd () estd em radianos que compreende de —27 a

421, com isso, a normalizagao (o) foi feita adicionado 7 e dividido por 27:

oN = OCt-i-TL'.
2% T

(3.9)

» Equagdo Foi definido que a distAncia méxima que o robo terd de informagio € 2,5
metros (essa limitagdo foi realizada com intuito do robd nao conseguir ter informacado de
todo o ambiente), a normalizagdo € a divisao da distancia retornada pelo sensor dividido

pela distancia maxima:

distancia(n)

3.10
25 (3.10)

Leitura_Laser(n) =
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3.1.5. Exploration e Exploitation

Em RL para o agente aprender inicialmente tem que haver uma maneira de exploracao
inicial do ambiente, para a obten¢do de informacao e a partir dessas informagdes desenvolver
uma base de informagao que descreve melhor o ambiente. Em RL o comportamento em que o
agente prioriza realizar agdoes que nao sao as melhores possiveis até o momento ¢ definido como
exploration, e esse comportamento € essencial para que o algoritmo de treinamento nado fique
preso em maximos locais que ocorre quando € utilizado apenas o exploitation, comportamento o
qual faz com que o agente utilize sempre as melhores a¢des para os estados.

Existem algumas estratégias de exploration a mais comum e utilizada € o épsilon-greedy.
A ideia do épsilon-greedy é que a cada a¢do que seja tomada exista uma chance de o agente
escolher uma acao aleatdria, isso € bem importante nos primeiros momentos do aprendizado, e
menos interessando apds o agente treinado, por isso € utilizada uma fun¢do de decaimento da
chance de escolha de ac¢Oes aleatorias.

Para este trabalho, tanto o treino 1 quanto o treino 2, o decaimento do épsilon-greedy serda
sempre de 0,99 por episddio (épsilon = épsilon * 0,99), e o valor inicial serd alterado conforme
necessidade e apresentado no restante do trabalho.

3.1.6. Funcao de Custo

No aprendizado de miquina, a funcdo de perda é determinada como a diferenca entre a
saida real e a saida prevista do modelo para o exemplo de treinamento tnico, enquanto a média
da fungdo de perda para todo o exemplo de treinamento € denominada como a funcao de custo.
Esta diferenca calculada das funcdes de perda é denominada como o valor de erro. No caso, foi
utilizado como func¢do de custo o erro quadratico médio (MSE):

n

|
MSE =~} (vi=)*, G.11)
i=1

onde n € o nimero total de dados, y; o valor real e y§ o valor previsto.

3.1.7. Parametros

Além da rede neural profunda também € necessario o ajuste dos parametros de aprendiza-
gem para que este aprendizado ocorra da melhor maneira possivel. Os parametros utilizados nos

treinamentos foram:

* Buffer Size = 1.000.000, € o tamanho to buffer para armazenar experiéncias, este valor foi
definido com intuito de armazenar boa parte das experiencias, o episodio tem tamanho
maximo de 150 experiéncias, dividindo 1.000.000 por 150 resulta em 6.600 episédios

armazenados.
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Batch Size = 3.200, representa o tamanho do lote de experiéncias que serdo utilizadas para

o aprendizado.

Gamma = 0,95, € o fator de desconto.

Tau = 0,001, parametro de interpolagao da fungao soft update para atualizar os parametros

da rede target.

Learning Rate = 0,0003, Taxa de aprendizado.

Update_every = 1, Taxa de atualizag@o, no caso atualiza a rede target a cada nova ex-

periéncia.

3.2. Treinamento e Resultados

Os treinamentos foram executados em um computador com 16GB de memoéria RAM,
processador Intel 15, placa grafica NVIDIA Quadro P400 2GB, com sistema operacional Ubuntu
18.04 LTS.

Para o treinamento as posigdes iniciais (Figura [3.5) foram configuradas a partir de
posi¢cdes dentro da pluma, onde o robd aparece em diferentes orientagdes. Essa abordagem
apenas apresenta o rastreio da pluma, ndo € apresentada a declaracdo da fonte, no algoritmo de
RL € considerado que a fonte foi encontrada apds a leitura do sensor ser maior que 360.

A partir dos pardmetros configurados, no treinamento 1 (Figura[3.6a) o agente inicia com
épsilon igual a 1.0, para ter caracteristicas exploratdrias, apds 150 episddios o épsilon que estava
em 0,2 foi aumentado para 0,4. E perceptivel o aprendizado no treinamento 1, mas o agente nio
conseguiu mais progredir no aprendizado, oscilando as recompensas por volta de 780.

A partir do resultado do treinamento 1, o treinamento 2 (Figura[3.6b) utilizou os pesos
da rede do treinamento 1, e foi configurado para iniciar com épsilon igual a 0.8 e apos 150
episddios foi configurado para 0.4. O resultado apresentado confirma que o agente convergiu e
conseguiu aprender a rastrear a fonte de gas desviando dos obstdculos para aquela situa¢io, mas
€ necessdrio validar esse aprendizado em situagdes diferentes do treinamento, pois pode ocorrer
que o agente tenha aprendido apenas aquela determinada situagdo e nao o comportamento, como
€ esperado nessa situacgao.

Para isso foram realizados testes com o robd iniciando em posi¢des diferentes das
realizadas no treinamento. Nesta situacao o agente pode encontrar a fonte de gas em 92% dos
testes. O comportamento do agente treinado pode ser observado na Figura e em Videolﬂ

"https://www.youtube.com/watch?v=qWwLojPjE_g
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Figura 3.5: Ambiente de treinamento com posicdes iniciais (P=preto) e fonte (vermelho)

I
T I
Fonte: O Autor.
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Figura 3.6: Gréficos de resultado simulagdo com obstaculos.
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(b) Gréfico com segunda parte do treinamento.

Fonte: O Autor.
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Figura 3.7: Trajetdria realizada por agente treinado.

Fonte: O Autor.
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4. Rastreamento de pontos de origem de gases em pluma

turbulenta

ApOs os experimentos percebeu-se a necessidade de que a pluma de gas seja mais
completa, com melhor modelo de dispersao, onde a pluma interaja com o ambiente, paredes,
janelas, fluxo de vento, etc.

Dito isto, esta parte do trabalho tém como atividades (Figura [4.1)) o desenvolvimento
do ambiente simulado que utiliza o simulador GADEN, o qual € baseado no simulador Stage
(GERKEY et al., 2003), que é capaz de representar bem o ambiente real. Em seguida, ¢
apresentado o método de mapeamento (GDM) e os modelos de DQN sdo apresentados a seguir.
Em vez de utilizar apenas redes totalmente conectadas, as redes de convolugdes (CNNs) também
sdo analisadas. Por fim, o modelo de aprendizado por reforgo € treinado para explorar, localizar
e rastrear a fonte de gés.

Figura 4.1: Fluxo de execucao das atividades para ambiente com plumas turbuléntas.
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Gaden Estado CNN DQN
(5)
CAD dos Simulagao do >
Ambientes fluxo de vento felrlé_wéo dos
mbientes no ; :
5 Recompensa Ajuste dos Arquitetura
Parametros Gaden -
da simulagao ‘ GpenkonM ‘ (R) Pametros
h 4 Y
Configuracao do Agente Resultados
KernelDM+V Diferentes ambientes
Acies
FeasRlts h Gas @ Treinamento Validacao
Simulado

Fonte: O Autor.

4.1. Simulador de robética e dispersao de gas

Existem diversos simuladores de dispersdo de gas (POMPY/ [2018)), porém, todos os
trabalhos mais recentes e relevantes de localizagao de fontes de gas (OJEDA et al.l 2020)(DUIS+
TERHOF et all 2021)(CHEN et al., 2021)(PRABOWO et all 2020) utilizam o simulador
de dispersdao Gas Dispersion Simulator for MobileRobot Olfaction in Realistic Environments
(GADEN) (MONROY et al.,[2017a). Simulador este desenvolvido em Robot Operating System
(ROS) o qual tem intuito de auxiliar na validagao de sistemas robéticos e algoritmos de detec¢ao
de gas em ambientes realistas.
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O GADEN foi capaz de trazer uma grande quantidade de melhorias, como um modelo de
dispersao de pluma turbulenta que considera a densidade do gds em ambientes tridimensionais.
O qual também considera a colisdo das particulas com paredes e objetos pré adicionados a
simulacdo e sua dispersao é variante no tempo. A velocidade de simulagao também é um fator
diferencial do GADEN, pois ele faz um pré-processamento da dispersao e armazena os dados
em um intervalo de tempo configurdvel em arquivos bindrios, assim, no momento da simulacio
€ necessario apenas ler os arquivos do pré-processados, isso € essencial para a dinamica de
treinamento do aprendizado pro reforco.

Ele também simula os sensores e suas caracteristicas, como saturagdo e velocidade de
leitura. Para esse trabalho foram desenvolvidos ambientes em CAD (OnShape), gerados os
campos vetoriais de fluxo de vento no SimScaleﬂ tratados os dados no OpenFOANEle simulados
no GADEN (Figura[d.2). Por ser um simulador completo, sua configuragdo é complexa, assim,
foi gerado um tutoriaﬂ que apresenta passo a passo da configuracdo de um novo ambiente.

Por estes e outros motivos, 0o GADEN foi selecionado para ser utilizado neste trabalho.

Os ambientes mostrados nas Figuras[4.2¢| 4.21] e [4.21 foram gerados para esta dissertagdo, onde o

grau de dificuldade é aumentado conforme avanga de ambiente. Os parametros da simulacao por

ambiente sdo apresentados na Tabela 1|

Tabela 4.1: Tabela com parametros utilizados para a simulacgao.

Parametros/Ambientes Ambiente 1 | Ambiente 2 | Ambiente 3 | Ambiente 4
Densidade (kg/m?>) 1.1965 1.1965 1.1965 1.1965
Viscosidade (m?/s) 0.000015295 | 0.000015295 | 0.000015295 | 0.000015295
Ux (m/s) 0.003 1.5 0.07 0.1

Uy (m/s) 0.003 0.6 0 0

Uz (m/s) 0 0 0 0
Pressao de saida (janela) (K pa) 10 80 0 0
Numero de filamentos 0al0 02 100 0a 100 02 100
liberados por segundo

Temperatura do ambiente(k) 303 303 303 303
Pressdo do ambiente (atm) 1 1 1 1

Fonte: O Autor.

4.2. Técnica de Mapeamento

Para que um algoritmo de aprendizado de mdquina obtenha sucesso no treinamento €

necessdria uma boa rede que consiga abstrair o problema, configurar bons pardmetros e que essa

rede tenha informacdo suficiente para poder extrair as informagdes.

1
2

WWwwW.simscale.com
www.openfoam.org

Shttps://github.com/MSathler/tutorial_gaden_environment/blob/main/Gaden_Environment_

Tutorial.pdf
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Figura 4.2: Ambientes gerados.

i .

(a) CAD de uma sala vazia com (b) Simulacdo no de ﬂuxé de (c) Simulagao de dispersao de gds
porta e janelas. vento. visualizado no Rviz ambiente 1.

< .

(d) CAD de uma sala com alguns (¢) Simulagdo no de fluxo de (f) Simulagdo de dispersdo de gis
obstaculos. vento. visualizado no Rviz ambiente 2.

éaamsu

(g) CAD de um ambiente com al- (l;) Simulagcdo no de fluxo de (i) Simulagdo de dispersdo de gas
guns comodos. vento. visualizado no Rviz ambiente 3.

%a 150

(j) CAD de um ambiente extenso (kn) Simulagdo no de fluxo de (1) Simulagdo de dispersdo de gis
com diversos comodos. vento. visualizado no Rviz ambiente 4.

Fonte: O Autor.
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Dentre os pontos de configuragdo de um bom algoritmo de aprendizado de maquina, o
ponto de melhoria analisado referente ao Capitulo|2.1|€ a possibilidade de aumentar o nivel de
informacao de entrada utilizada na DQN, e com isso obter um nivel maior de entendimento/abstra-
cao do ambiente pelo agente. Com esse aumento do nivel de informagao é possivel realizar o
rastreamento de fontes de gas em ambientes mais complexos, como: ambientes que possuam
plumas turbulentas e ambientes maiores e mais complexos.

Para que seja possivel aumentar o nivel de informagao de entrada da DQN foi proposto
substituir as entradas anteriores (posi¢do e orientacao relativa, leitura do sensor de gés, leitura
do sensor de distancia) por mapas de calor, onde esses mapas contém as seguintes informagoes:
(i) Mapa de concentragao média (adaptativo): esse mapa tem como intuito exibir onde estao
as concentracdes do gés.Este € o mapa principal, que retorna mais informacdes uteis; (ii)
Mapa de confianca: apresenta por onde o robd ja passou, € bem util para o algoritmo ter
caracteristica exploratdria e percorrer melhor o ambiente; (iii) mapa de ocupagdo, que apresenta
as caracteristicas fisicas do ambiente, como os obstaculos e onde o robd se encontra.

Para gerar os mapas (i) e (i1) sera utilizado o método de mapeamento KernelDM+VEl
Método esse que foi adaptado para a aplicagdo (Figura 4.3, onde em nosso problema ndo
sera utilizado sensor anemometro, e feitas algumas adaptagdes de parametros e nova forma de
visualizagdo pelo ROS Visualization (RViz).

Figura 4.3: Mapeamento de concentracdo de gas em ambiente real utilizando o KernelDM+V
adaptado (vermelho: alta concentrag@o. azul: baixa concentracao).

LT TER E H

Fonte: O Autor.

4.3. Parametros e Configuracoes

O modelo que primariamente serd testado € o de Deep Q Learning (DQN), modelo
esse baseado nas técnicas tradicionais de aprendizado por reforco, esse método possui algumas
limitagcdes como trabalhar com saidas discretas e maior tempo para convergir. No entanto, sua

vantagem € ser simples e tem bons resultados, como pode ser analisado em [Baselines| (2020).

“https://github.com/h3ctOr/gas_mapping_kerneldm
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Como mencionado na Secdo [4.2] as entradas da rede serdo os mapas gerados pelo
algoritmo kernelDM+V (Figuras {4.4a]e[4.4b). Além disso, um mapa de ocupag@o (Figura[4.4c))
gerado pelo gmapping adaptado serd incluido. Este mapa apresenta os obstdculos (preto) e a
posicado do robd (verde).

As posicoes de saida da rede, ou seja, as acoes, também sao adicionadas ao mapa. Se
a acdo nao resultar em colisao, ela é representada em azul; caso contrario, € representada em
amarelo. Vale ressaltar que esses mapas sao matrizes grandes. Por conta disso, um ponto de
andlise desse trabalho € verificar a performance das redes convolucionais. Utilizadas em conjunto
com o aprendizado por reforco, essas redes tém o potencial de reduzir a informacao, permitindo
que o modelo opere de maneira mais eficiente.

Para otimizagao de recursos computacionais € necessdrio a reducao dos mapas de entrada,
assim, reduzindo o consumo de memoria RAM do computador. A reducao das entradas da rede
ndo pode ser exagerada, pois com grandes reducdes, os mapas perdem as caracteristicas. Assim,
0s mapas terdo resolugao de (52x31).

Os parametros utilizados nos treinamentos foram:

» Buffer Size: 14.200, este € responsavel pelo armazenamento de experiéncias e teve seu
valor definido com intuito de armazenar todas elas. O buffer size é armazenado na memdoria

RAM, entdo um grande valor de buffer size exige maior quantidade de memoria RAM.

» Batch Size: 128, representa o tamanho do lote de experiéncias que serao utilizadas para
o aprendizado. O batch size é processado em GPU, entdao, o seu tamanho precisa ser
dimensionado com o tamanho da VRAM.

e Gamma: 0,95, € o fator de desconto.

e Tau: 0,001, é o parametro de interpolacdo da funcdo soft update para atualizar os

parametros da rede target.
* Learning Rate: 0,0003, € a taxa de aprendizado.

* Update_every: 1, é a taxa de atualizacdo, onde a rede target € atualizada a cada nova

experiéncia.
* Otimizador: Adam (ALGORITHMIA| 2018)).

As saidas da rede serdo 4 posi¢oes de navegacao que sao 20 cm deslocados nas direcoes
norte, sul, leste e oeste. O algoritmo que realizard a navegacao é o navigation (ROS| 2020), que
¢ um pacote do ROS, onde basta adaptar os topicos e ja estd pronto para usar.

As recompensas e condi¢des de parada sio apresentadas na Equacao (4.1}
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Figura 4.4: Mapas de entrada da CNN.

0 10 20 30 40 50

(a) Mapa de confianga que apresenta por onde o robo j4 fez leitura.
0 10 20 30 40 50

(b) Mapa de concentragdo média.

(c) Mapa de ocupagao.

Fonte: O Autor.

46



—1 por iteragao.

+1 estar dentro da pluma.

+1 por exploracao (se a média dos valores do mapa de confian¢a aumentar).
ris,a) = 4100 encontro da fonte (Condicdo de parada).

—100 colisdo (Condi¢ao de parada).

+0 mais de 80 iteracdes (Condicao de parada).
4.1)

4.4. Treinamento, Ajustes e Resultados

Os treinamentos foram executados em um computador 32GB de memoria RAM, pro-
cessador Intel AMD Ryzen 5, placa grafica NVIDIA RTX 3060 12GB VRAM, com sistema
operacional Ubuntu 20.04 LTS

Como apresentado no Capitulo [2Jo o GSL tem trés objetivos, busca da pluma, rastreio da
pluma e declaracdo da fonte, para esse treinamento nao havera a declaracdo da fonte por meio do
agente, o encontro da fonte é definido no simulador que retorna o encontro da fonte.

4.4.1. Ambiente 1

Os parametros utilizados serdo os mesmos € o que ird variar sao as arquiteturas. As arqui-
teturas utilizadas sdo: (i) 2 camadas de 64 perceptrons cada e relu de ativagdo; (ii) Convolugao
proposta (Figura [4.5); (iii) DenseNet; (iv) EfficientNet (Figura 2.8). A ideia da DenseNet
(HUANG et al.l 2018)) e EfficientNet € utilizar CNNs mais complexas e validadas, e aproveitar
0s pesos pré-treinados que possuem bons resultados na ImageNet (IMAGENET, [2021)). Essas
CNNi s sao redes treinadas para classificar imagens, uma abordagem diferente da utilizada no
aprendizado por reforco, porém, a utilizacdo dos pesos pré-carregados € valida. Sendo possivel
aproveitar partes do aprendizado, isso pode acelerar o aprendizado do rastreamento de fontes de
gas.

O primeiro treinamento € realizado em condi¢cdes mais simples para validar os pardmetros
utilizados. Para esse treinamento a fonte € posicionada em uma posicao fixa e o robd € inciado
em posi¢des aleatérias dentro do ambiente e fora da fonte. O treinamento ocorreu no ambiente
apresentado na Figura Todas as arquiteturas foram capazes de convergir com esses
parametros nesta situacao.

O segundo treinamento foi configurado para a fonte e o robd variarem de posi¢cdes
(Figura[4.8)). As posi¢oes simuladas de fonte de gas sdo apresentadas na Figura[4.6|

No segundo treinamento ndo foi carregado os parametros do treinamento anterior. A

Tabela[d.2]apresenta a quantidade de episédios necessdrios para convergir o treinamento referente
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Figura 4.5: Convolugao proposta.

45

1x2475

Fonte: O Autor.

Figura 4.6: Posi¢oes de fontes de gis simuladas. Em vermelho posicdes utilizadas para treina-
mento e em verde posicdes utilizadas para testes (Testel = esquerda, Teste2 = direita).

Fonte: O Autor.
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a cada arquitetura, onde nota-se que a arquitetura de MLPs demora 10x mais episédios que as
outras arquiteturas para convergir.

Tabela 4.2: Comparacao tempo para convergir por arquitetura.

Ambientes 1) @11) | (i) | @(v)
Numero de eplsc?dlos 2600 | 220 | 240 | 280
para convergir
Fonte: O Autor.

Os resultados sdo apresentados nas Figuras [4.7al 4. 76} 4.7¢| [4.7d] Vale ressaltar que a
rede (i) teve um tempo de andlise maior pois nao convergiu totalmente.

Figura 4.7: Resultados gerados para o treinamento com o robd e a fonte em posi¢des aleatdrias.
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aaaaaaaaa 3

(a) Grafico recompensa por episddios arquitetura (b) Gréafico recompensa por episddios arquitetura

DL (). CNN proposta (ii).

(c) Grafico recompensa por episddios arquitetura (d) Gréafico recompensa por episddios arquitetura
EfficientNet (iii). DenseNet (iv).

uuuuuuu

Fonte: O Autor.

Para verificar se o agente realmente aprendeu o comportamento esperado € necessario
realizar testes onde o robd deve encontrar a fonte de gas em posicdes o qual o agente nao foi
treinado. A Figura[4.6]sinaliza em verde as posigdes utilizadas para validar os agentes. Os testes
realizados seguem de forma que o robd € colocado aleatoriamente no ambiente 100 vezes. A
Tabela [4.3]apresenta os resultados por arquitetura dos testes realizados e a Figura[d.9b] apresenta
a trajetoria e o comportamento do agente rastreando a fonte de géﬂ

Shttps://www.youtube. com/watch?v=ac_dNKRZGuE
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Tabela 4.3: Resultados dos testes realizados no ambiente 1.

Testes/Arquiteturas e nimero de episddios treinados | (1) 23.000 | (ii) 1.000 | (ii1) 900 | (iv) 600
Teste 1 64% 65% 52% 95%
Teste 2 61% 22% 62% 86%

Fonte: O Autor.

Figura 4.8: Fonte gerada em diferentes posicdes para o treinamento.

Fonte: O Autor.
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Figura 4.9: Trajetorias feitas pelo agente treinado no ambiente 1.

(a) Trajetoria realizada por agente treinado (fonte em posi¢do de treinamento).

(b) Trajetéria realizada por agente treinado (fonte em posicao de teste).

Fonte: O Autor.
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4.4.2. Ambiente 2

O ambiente 2 € uma adaptacdo do primeiro, onde foi adicionado um obstaculo ao centro
da sala, uma parede e também ¢ adicionado o fluxo de ar (Tabela[d.T)) que entra pela janela e sai
na porta. Para essa etapa serd utilizada a arquitetura que melhor performou no teste passado, a
DenseNet (Figura.10).

Figura 4.10: Estrutura com a DenseNet.

Entrada DenseNet

Fonte: O Autor.

O treinamento ¢é realizado com a fonte (Figurd4.T1)) e o robd alternando de posi¢des inici-
ais. Por haver um fluxo de ar considerdvel, a taxa de dispersdo de gds da fonte € aumentada para
esse treinamento de 10 para 100 por segundo, pois, caso contrario todo o gas seria rapidamente
evacuado do ambiente.

Figura 4.11: Posi¢cdes de fontes de gas simuladas. Em vermelho posi¢des utilizadas para
treinamento e em verde posi¢des utilizadas para testes. (Testel = esquerda, Teste2= direita)

Fonte: O Autor.
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Por dois motivos foi necessario adaptar a condicao de parada: (i) dispersao de gds com
fluxo de ar; (i1) aumento da evacuagdo da fonte. A dispersdao de gds com fluxo de ar sempre gera
bolsdes de ar, entdo a condi¢io de parada considerard caso o robd em um raio de 1m da fonte de
gas com uma leitura superior a 200.

Ap6s rodar o treinamento com os mesmos pardmetros da DQN apresentados na Se¢do[d.3|
foram obtidos os resultados apresentados na Figura[d.12al No entanto, apesar de ter convergido
no treinamento a condicao de parada de 1m da fonte ndo apresentou bons resultados nos testes,
100 tentativas por posi¢ao de teste, com baixa taxa de assertividade (= 5%) em ambos testes.
Esse resultado mostra que o agente nao aprendeu o comportamento esperado de rastrear fonte de
gds, e sim decorou as posicoes de fonte do treinamento.

A partir do resultado anterior, foi realizado o ajuste na distancia da condi¢do de parada
de 1m para 0.5m, onde a Figura[4.12b| apresenta o resultado do treinamento, que aparentemente
oscilou mais. No entanto, obteve melhores resultados nos testes (Tabela @) Essa assertividade
nao € tao alta, porém mostra que o agente conseguiu comecar a compreender como rastrear
fontes de gas turbulentas, que pode ser analisado nas Figuras e

Para obter resultados melhores € necessario que o agente realize mais treinamentos e que
a quantidade de situa¢des aumente, como treinar nos outros ambientes e també€m variar mais as

possibilidades de posicionamento da dispersdo de gas.

Tabela 4.4: Resultados dos testes realizados no ambiente 2.

Testes/Assertividade

Teste 1 75%

Teste 2 45%
Fonte: O Autor

®https://www.youtube. com/watch?v=BBwuoWpoKuY
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Recompensa Final

Figura 4.12: Resultado do treinamento no ambiente 2.
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(b) Condicao de parada a 0.5 metros da fonte.

Fonte: O Autor.
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Figura 4.13: Movimentagdo do treinamento no ambiente 2.

(a) Teste 1.

(b) Teste 2.

Fonte: O Autor.
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5. Consideracoes finais e trabalhos futuros

Foi apresentado uma primeira metodologia em que foi possivel resolver o problema
de rastreamento de fonte de gas laminar com desvio de obstaculos. Esta primeira abordagem
apresentou limitacdes sobre o modelo de dispersdo, pois nao apresenta interagdo das particulas
de géas com o ambiente e ndo é capaz de gerar outros modelos de plumas mais realistas.

A segunda metodologia propds solucionar o problema de rastreamento de plumas de
gases turbulentas no simulador GADEN, para isso foi apresentada uma nova abordagem de
utilizacdo da DQN. Esta abordagem se baseia em uma maior quantidade de informacgdo de
entrada, que € a utilizagdo das técnicas de GDM em conjunto com mapa de ocupagao para
alimentar a DQN. Com este novo formato de entrada, foram comparadas diversas arquiteturas e
foi comprovado que as redes convolucionais obtiveram melhor desempenho em relacao as redes
MLPs. No entanto, também foram identificados desafios e limitacdes, sendo necessario maior

poder computacional para o treinamento dessas redes.

5.1. Trabalho Futuros

Na segunda etapa este trabalho mostrou resultados para dois dos quatro cendrios propostos
no simulador GADEN. A performance apresentada pelo agente pode ser melhorada, entdo como
trabalho futuro € importante realizar mais treinamentos variando as possibilidades de ambientes
e de posi¢des de plumas, também € interessante ter episddios onde o ambiente ndo tem pluma de
gds, nesse caso adaptando o sistema de recompensas para beneficiar mais a exploracao.

Outro trabalho futuro € a validacdo desses resultados em cendrio real, para isto, é
necessario utilizar a rede pré-treinada e fazer uma pequena adaptacdo. A adaptacao necessaria
€ converter o mapa gerado pelo gmapping em um imagem com a adi¢ao da posicao do robo.
Seguindo a ideia dos ambientes reais que utilizam algoritmos de mapeamento que necessitam da
conversao desses mapas para imagem, surge uma necessidade para ambientes muito grandes,
que seria o recorte dos mesmos, uma solucdo seria um mapa local (janela flutuante) que assim
mantém um tamanho de entrada fixo da rede, o que evita problemas de manipulacdo da entrada
das CNNs.

Também podem ser adicionadas mais saidas ao modelo, como a saida referente a
declaracao da fonte, pode ser uma informacao bindria ou até mesmo coordenadas numéricas.

Esse estudo mostrou que as redes convolucionais podem performar bem em conjunto
com o aprendizado por reforco, contudo existem diversos tipos de arquiteturas de CNNs que
nao foram testadas. Um préximo estudo pode ser a andlise de qual arquitetura de CNNs melhor
performa nesse cendrio, alguns exemplos seriam outras CNNs de classificagdo como a VGG,

LeNet, MobileNet, ou até mesmo as de Segmentacdo como as UNets.
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