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Resumo

Resumo da Dissertagdo apresentada ao Programa de Pdés Graduacdo em Instrumentagdo,
Controle e Automacdo de Processos de Mineragao como parte dos requisitos necessdrios para a
obtencdo do grau de Mestre em Ciéncias (M.Sc.)

CONTROLE DE ESPESSADORES CONTINUOS CONVENCIONAIS VIA OTIMIZACAO
POR POLITICA PROXIMAL

Jonathan Ribeiro Silva
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Orientadores: Marcio Feliciano Braga
Thiago Antonio Melo Euzébio

A aprendizagem por refor¢o é uma técnica de aprendizagem de maquina que vem sendo apli-
cada com grande sucesso, principalmente no contexto de jogos eletrénicos e robdtica, sendo
capaz de superar a capacidade humana. Apesar de seu grande potencial de aplicagdo nas mais
diversas areas, ainda € escasso o estudo voltado para o controle de processos. O objetivo
deste trabalho € aplicar a aprendizagem por reforco, por meio do algoritmo de otimizacdo de
politica proximal (PPO) em um modelo simulado de um espessador convencional, responsavel
pela separacdo solido-liquido na minera¢do. O algoritmo desenvolvido atuard no controle da
concentracdo de solidos na saida e da altura da interface de sedimentos a partir da vazdo de
saida e da dosagem de floculantes. Foi possivel controlar o processo por meio do PPO, porém,
seu desempenho se mostrou inferior ao de técnicas de controle convencionais, a ndo ser no uso
mais eficiente de floculante e na imunidade a distdrbios. Conclui-se que hd uma necessidade
de maior estudo da parametrizacdo dos algoritmos de aprendizagem por refor¢co de forma a
facilitar os ajustes e fazer melhor proveito de sua capacidade de abstracdo e generalizagao.

Palavras-chave: Aprendizagem por Reforco, PPO, Espessador, Controle.

Macrotema: Usina; Linha de Pesquisa: Analise e Projeto de Sistemas de Controle Avangado;
Tema: Reduc¢do de Variabilidade e Melhoria de Controle; Area Relacionada da Vale: Pes-

quisa.
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Reinforcement learning is a machine learning technique that has been applied with great suc-
cess, mainly in the context of electronic games and robotics, where it has been able to surpass
human capacity and the performance of conventional techniques. Despite its great potential for
application in the most diverse areas, studies focused on process control are still scarce. The ob-
jective of this work is to apply reinforcement learning, through the proximal policy optimization
algorithm (PPO), in a simulated model of a conventional thickener, responsible for solid-liquid
separation in mining. The algorithm developed will control the underflow solid volume fraction
and the sediment level based on the underflow and the flocculant dosage. The simulations show
that it is possible to use reinforcement learning to control the thickener process. However, the
performance of PPO does not surpass conventional control techniques, except for more effi-
cient use of flocculant and immunity to disturbances. It is concluded that there is a need for
further study of the parameterization of reinforcement learning algorithms in order to facilitate
adjustments and make better use of their abstraction and generalization capacity.
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1. Introducao

A mineracdo destaca-se como uma importante drea da economia, pois tanto ativida-
des agricolas quanto industriais dependem de algum tipo de minério ou seus derivados (LUZ
e LINS, 2018). Devido a essa demanda, torna-se necessdrio realizar a produ¢do em larga escala,
sendo fundamental trabalhar na eficiéncia dos processos de forma a evitar desperdicios e me-
lhorar a utiliza¢ao dos recursos disponiveis. Esse tltimo ponto tem sido largamente estudado,
pois 0 minério € um recurso nio renovavel. Assim, deseja-se aproveitar a0 maximo o que €
coletado, demandando o uso de tecnologias cada vez mais avancadas e eficientes.

O beneficiamento de minério, trata de todo processo desde a retirada de material das mi-
nas até o seu tratamento e preparacao do material para comercializagcdo. Essa atividade também
estd incluida no crescente processo de inovagdao que vem se desenvolvendo rapidamente nos
ultimos anos, conhecido como 4* revolu¢ao industrial ou mesmo industria 4.0. Sao varias
as aplicagoes, associadas a industria 4.0 (JIANG, 2017), no setor de mineracdo e metalurgia
buscando inovagdo e processos mais eficientes (MESQUITA et al., 2016), como exemplo, €
possivel encontrar implementado e consolidado o uso de robds em minas, veiculos ndo tripula-
dos e mesmo veiculos autonomos. Nesse contexto, uma das principais tecnologias emergentes é
a Inteligéncia Artificial. Com a maior capacidade de processamento € comunicagdo dos dispo-
sitivos atuais, € possivel trabalhar com grandes quantidades de dados, tornando muito complexa
a tarefa de analisar tais informagdes. Dessa forma, se faz necessario programar computadores
para que sejam capazes de fazer a andlise de tais dados, tirar conclusdes e até mesmo tomar suas
proprias decisdes. Esse € o principio basico do aprendizado de mdquina, que permite classificar
informagdes ou mesmo reconhecer padrdes nao reconhecidos pelo homem através do desenvol-
vimento e aplicacdo de modelos estatisticos e mateméticos (MCCOY e AURET, 2019).

Na drea de aprendizado de méaquina, ha grandes expectativas nas técnicas de aprendizado
por refor¢o devido a sua flexibilidade e potencial de alcangar resultados otimizados e até supe-
riores aos resultados de métodos convencionais. A ideia € trabalhar com uma busca empirica,
ou seja, tentativa e erro, conhecendo o ambiente em que um determinado sistema estd inserido
e aprendendo o que € bom ou ruim a partir de suas interacdes com o ambiente. O método pode
ser aplicado em vdrias dreas como robdtica, saide, finanga, jogos eletronicos, energia, proces-
samento de linguagem natural e outros (LI, 2019; WANG et al., 2020). Como caracteristicas do
método, podem-se citar o fato de que ele nao depende do conhecimento completo do sistema
em que estd inserido e que apresenta 6timo desempenho, bastando uma etapa inicial de treina-
mento, a qual demanda maior tempo e custo computacional. Apesar de ndo ser impeditivo, é
aconselhdvel que a etapa de treinamento seja feita com o auxilio de um simulador do processo,
para que ndo seja comprometida a seguranga do sistema fisico durante a exploragdo dos estados.

Apesar do grande sucesso, as técnicas de aprendizado por refor¢o ainda t€ém sido mais
empregadas no ambiente de jogos e entretenimento, € poucas e recentes sao as pesquisas na area

de processos industriais. O uso tardio das técnicas pode ser justificado devido a alguns desafios
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impostos pelo método. Destaca-se, inicialmente, o fato da aprendizagem por reforco se basear
em uma representacdo discreta de um sistema, com tarefas e acoes discretas. Porém, em maior
parte, os processos industriais sdo sistemas continuos. Assim para aplicar a aprendizagem por
refor¢co nessa situagdo, € necessario o uso de métodos de aproximagao de funcdes que muitas
vezes nao sao triviais e possuem alto custo computacional (NIAN et al., 2020). A seguir, €
desejada uma boa representacdo do sistema por um simulador, permitindo contornar o longo
tempo de treinamento inicial e a inseguranca operacional de se tomar acdes por tentativa e
erro diretamente do processo real. Outro desafio associado ao emprego do aprendizagem de
maquina em controle € a falta de clareza para definir uma fung¢ao objetivo, sinais de sensores
serem ruidosos e incertos e restricdes dindmicas das acdes de controle (HALLEN et al., 2019).
Em virtude disso, é compreensivel que a aplicacdo das técnicas de aprendizado em processos
continuos de fato s6 comecou a ganhar atencao nos tltimos anos com a popularizacao de redes

neurais para a representacao dos estados e acdes.

1.1. Estado da arte

Ao contrério dos controladores classicos que necessitam de etapas complexas para seu
desenvolvimento, como uma cuidadosa analise da dinamica do sistema e a obteng¢ao de modelos
matematicos abstratos, os algoritmos de Aprendizagem por Reforco (RL, do inglé€s Reinforce-
ment Learning) podem trabalhar sem conhecimentos especificos a respeito do sistema no qual
serd inserido (SPIELBERG et al., 2017). Essa caracteristica instigou o uso de RL no controle
de processos dinamicos que vem ganhando espaco nos ultimos anos. Um levantamento das difi-
culdades, avancos e principais aplicagcdes nesta drea pode ser encontrado em Nian et al. (2020)
e Shin et al. (2019).

Tratando especificamente de beneficiamento mineral, tais estudos sdo ainda mais es-
cassos, com o trabalho de Hallén et al. (2019) tendo destaque ao demonstrar a eficiéncia da
aprendizagem de maquina aplicada na area. No trabalho, foi realizada a integragdo de um mo-
delo de circuito de moagem simulado, em conjunto com um framework de c6digo aberto que
implementa diversos algoritmos de RL. Dessa forma, utilizou-se o algoritmo de Otimizacao de
Politica Proximal (PPO, do inglés Proximal Policy Optimization) para substituir uma malha de
controle PID (Proporcional, Integral, Derivativo) presente. Foi demonstrado que o uso de RL
permite controlar o sistema com as mesmas restricdes de processos existentes. Além disso, por
permitir definir um objetivo com alto nivel de abstrac@o, foi possivel manter o controle com
condicOes operacionais mais rentaveis ao se relacionar a saida do sistema com o custo finan-
ceiro. Conclui-se a partir desse trabalho que RL é uma alternativa para técnicas de controle
convencionais. Devido a sua caracteristica de caixa preta, isto €, trabalhar com sistemas sem
o conhecimento das equagdes que regem o processo, pode ser uma boa escolha para sistemas
que apresentam nao linearidades, dinamicas estocdsticas ou alto nivel de incertezas (BUSONIU
etal.,2018).
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Recentemente, outros autores tém utilizado abordagens diferentes para aplicar a apren-
dizagem por refor¢o no controle de processos da mineracdo. Jiang et al. (2018) utilizou uma
arquitetura ator-critico para a otimiza¢do de um processo de flotacdo industrial. Para isso, foi
utilizado um controlador PI (Proporcional Integral) multivaridvel para manter a referéncia (set-
point) do nivel da polpa e do fluxo de alimentacdo. O algoritmo de reforco foi responsivel
por controlar toda a etapa de flotacdo, a partir da obtengdo de um modelo parcialmente desco-
nhecido do processo, em malha fechada. Este controlador geral foi composto por duas redes
neurais, com os papéis de ator e critico, buscando otimizar as condi¢des de operagcdo do pro-
cesso, por meio da escolha adequada dos setpoints. O método proposto se mostrou satisfatorio,
permitindo otimizar os indices operacionais. Reyes et al. (2020) utilizou RL para o controle de
um circuito de moagem com moinhos semiautdégenos. Foi utilizado um modelo simulado desen-
volvido em MATLAB/Simulink, no qual o controle foi feito primariamente por um controlador
preditivo baseado em modelo (MPC, do inglés Model Predictive Control) e, posteriormente,
empregando a toolbox de RL para otimizar o setpoint. Apesar de mostrar a melhora do desem-
penho do MPC, servindo como um controlador supervisorio 6timo, o trabalho ndo implementou
a aprendizagem por refor¢co como controlador principal. Por fim, em Shipman (2021), utiliza-se
o aprendizado por refor¢co profundo para ajustar os parametros de um controlador PI de forma
continua. O algoritmo PPO é empregado para criar um agente genérico que atenda diferentes
plantas. Os testes foram realizados em duas malhas de vazao do processo de moagem, em um
circuito de cominuic¢ao industrial. Foi alcangada a melhora do desempenho da malha que con-
trola a vazao de dgua de entrada do moinho. No entanto, houve piora no desempenho da malha
de vazao de dgua de alimentacdo do reservatdrio de descarga. O trabalho concluiu que, apesar
de haver algumas deficiéncias na aprendizagem por reforco, ainda € um método promissor para

ajustar malhas de controle de forma continua e automatica.

1.2. Objetivos

O objetivo deste trabalho, portanto, é aplicar uma técnica avangada de controle por
aprendizagem por reforco em um processo real da mineragdao. Dessa forma, o algoritmo de
PPO ser4 utilizado por ser um método voltado para processos continuos e que apresenta bom
desempenho, mesmo sendo mais simples do que algoritmos equivalentes (SCHULMAN et al.,
2017). O processo escolhido para ser controlado é o espessamento, etapa responsavel por retirar
o excesso de dgua que foi adicionada em processos anteriores, permitindo a reutilizacao dessa
agua e facilitando a disposicao de rejeitos e o tratamento do minério em etapas posteriores.
Os espessadores sdo equipamentos de grande porte de complexa modelagem, sendo assim, ha
amplo potencial para desenvolvimento de técnicas que sejam mais eficientes do que as técnicas
aplicadas tradicionalmente, as quais demandam grandes simplificacdes do sistema. Normal-
mente sdo desconsideradas interferéncias importantes como a adicao de floculantes, a acdo do

rake (rastelo ou ancinho) e o perfil de sedimentacao dos sélidos.
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Para a implementacdo da técnica, serd usado o modelo de espessador proposto em Pe-
reira (2021). O modelo representa adequadamente o sistema, pois considera o formato conico-
cilindrico dos espessadores convencionais levando em conta o uso de floculantes. Por meio de
um simulador implementado com o software MATLAB, sera implementado o algoritmo PPO
como controlador do sistema. O objetivo € ajustar os parametros do algoritmo e realizar a etapa
de treinamento offline do agente de aprendizado por reforco. Desta forma, para uma posterior
aplicagdo no sistema real, o algoritmo terd explorado o espaco de estados o suficiente para rea-
lizar o controle a partir de um bom estado de funcionamento, sendo necessdrio esfor¢co apenas

para o ajuste e a manuten¢do de um controle 6timo.

1.2.1. Objetivos Especificos

O presente trabalho busca demonstrar a eficiéncia de métodos de aprendizagem de
reforco para o controle de processos continuos, abrindo caminho para que mais estudos se-
jam implementados para outros processos da mineracao € mesmo em outras dreas da industria.

Os objetivos especificos sdo apresentados a seguir:

* Desenvolver uma forma eficaz de controle do espessador a partir do uso de aprendizagem

por reforco
* Economizar o uso de floculante
* Melhorar o material de saida
* Aumentar o volume de dgua recuperada no overflow
* Diminuir paradas e situacoes de transbordo devido a solidificagdo excessiva de material
* Demonstrar a eficiéncia da técnica PPO

* Comparar o controle utilizando RL com o de técnicas de controle classicas

1.3. Estrutura do Texto

Este trabalho comec¢a com uma breve introdugao a respeito da mineragao e da aprendi-
zagem por reforgo, além de apresentar uma contextualizagdo sobre os trabalhos correlatos as
duas areas. Em seguida, definem-se os objetivos gerais e especificos.

Além deste capitulo introdutdrio, estrutura-se o trabalho da seguinte forma:

 Capitulo 2: apresenta-se uma introdugao a respeito do tratamento de minérios e seus pro-
cessos, entrando em mais detalhes no funcionamento e caracteristicas dos espessadores.
Ainda nesse capitulo, € apresentado o modelo do espessador no qual serdo aplicadas as
técnicas de controle.
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Capitulo 3: introduz a aprendizagem por reforco e o processo de decisdao de Markov.
Dentro desse tema, hd a explicagdo de como funcionam as técnicas de gradiente de
politica e suas vantagens, apresentando a otimizagdo da politica por drea de confianca

e a otimizagao de politica proximal.

Capitulo 4: dedica-se a definicdo de redes neurais, sua utilizacdo e formas de treina-

mento. E apresentado o algoritmo de retropropagacio e o método ADAM.

Capitulo 5: detalha a estrutura do algoritmo e as decisdes de implementacéo, destacando
as redes neurais utilizadas, a funcio de densidade de probabilidade, o estimador de van-
tagem e a fun¢do de recompensa utilizada. Contém ainda o desenvolvimento matematico

do gradiente da funcdo de custo e por fim apresenta os parametros que serdo utilizados.
Capitulo 6: apresenta e discute os testes realizados e os resultados encontrados.

Capitulo 7: pontua as consideragdes finais e as propostas para trabalhos futuros.
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2. Tratamento de Minérios

Na mineragdo, o tratamento de minérios € o conjunto de operagdes que tem como obje-
tivo alterar a forma, granulometria ou concentracao de matérias de uma determinada substancia
mineral (LUZ e LINS, 2018). Essa substancia ¢ uma matéria-prima natural, ndo renovavel, en-
contrada de forma escassa na natureza. Devido a isso, € necessdrio que sua extracdo e utilizagao
aconteca da forma mais eficiente possivel, evitando desperdicios. Infelizmente, a inddstria de
mineracdo € uma das inddstrias que possuem as maiores perdas no processo. Assim, para
contornar esses problemas, é fundamental empregar meios sofisticados e equipamentos bem
ajustados.

O minério coletado na natureza passa por diversas etapas para separacdo da ganga, ma-
terial sem valor econdmico. Um fluxograma com as principais etapas normalmente encontradas

no tratamento de minérios pode ser visto na Figura 2.1.
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Figura 2.1: Diagrama tipico de tratamento de minério.
Fonte: Luz e Lins (2018).

A etapa de lavra € o processo inicial e consiste na retirada do mineral do solo, normal-
mente por uso de explosivos, perfuratriz, escavadeira ou equipamentos equivalentes. O material

coletado € a seguir levado para a britagem, onde o minério tem sua granulometria reduzida.

21



Usualmente, a britagem se divide em 3 ou 4 etapas, que se diferem pela granulometria do ma-
terial de entrada e de saida. A ideia € reduzi-lo para ser trabalhado nas etapas subsequentes.
Ap6s a britagem, o material € levado ao peneiramento para separacdo do material que estd na
granulometria desejada e o restante € levado de volta para a britagem para ser reprocessado.

Para a boa utilizacdo do material coletado, € utilizada mais uma etapa de redugdo da
geometria, a moagem. Até esse momento, o minério € usualmente transportado entre os proces-
sos por meio de correias transportadoras. A moagem tem papel semelhante ao realizado pelo
britador, ou seja, diminuir a granulometria do material na saida, sendo que a diferenga entre
eles é devido ao processo usado para isso. O foco sdo materiais finos, sendo muito importante
o bom dimensionamento, pois materiais com grande granulometria ndo liberam de forma ade-
quada o material util, e materiais muito pequenos aumentariam os custos e perdas no processo
de concentracao (LUZ e LINS, 2018). Na mineracao, o mais comum € fazer a moagem a imido
com a adi¢do de dgua, o que implica em uma maior capacidade de processamento, contudo
também aumentando o consumo de energia. Destaca-se ainda que, para os préximos processos,
o transporte do material pode ser feito por meio de tubulacdes e calhas, trazendo uma alternativa
para o uso de correias transportadoras.

Apds uma etapa de classificacdo, o material que ainda ndo atingiu a granulometria de-
sejada volta para os moinhos, enquanto que o material com granulometria adequada passa para
a concentra¢do. O meio mais utilizado de concentragdo ¢ a flotagdo. Nesse processo, 0 minério
€ concentrado e separado dos outros materiais por meio da formacao de espuma com a ajuda
de reagentes. O minério concentrado e o rejeito do processo sdo entdo levados para a etapa de
sedimentacdo. Nesse ponto, o material ja possui a geometria desejada, porém, devido a adi¢ao
de 4dgua para os ultimos processos, sao necessdrias algumas etapas para a retirada do excesso de
liquidos.

A primeira etapa responsavel por separar o material solido do liquido € realizada pelos
espessadores. Esses equipamentos fazem uso de sedimentagao por gravidade, onde o material
solido, mais denso, desce e se concentra no fundo do espessador e, entdo, é retirado do equi-
pamento pela abertura de uma descarga. A dgua transborda em canaletas na parte superior a
medida que a vazdo de entrada € maior do que a vazdo de saida. Com o intuito de acelerar
o processo de sedimentacdo, empregam-se floculantes que tém a fun¢do de reunir o material
s6lido aumentando a sua densidade. Tanto o minério concentrado quanto o rejeito passam por
essa etapa, o que ocorre de forma paralela.

O material concentrado ainda passa por mais duas etapas de retirada de umidade, que sao
a filtragem e a secagem. Ao fim do processo, o produto final estard pronto para ser armazenado,
transportado ou utilizado. Enquanto que o rejeito, seguindo o fluxograma (Figura 2.1), apds o
espessamento, passa diretamente para a disposi¢do em barragens, cavas a céu aberto ou galerias
subterraneas. Como o rejeito nao tem valor comercial, ele ndo passa pela filtragem e secagem
que sdo processos custosos. Atualmente, essa realidade tem se alterado, com projetos de filtra-
gem de rejeitos para armazenamento a seco e recuperacdo de material (BRAGA et al., 2019;
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DE AVILA FONSECA et al., 2019). Esses projetos acompanham a crescente preocupagio com
as questoes ambientais e de seguranca, permitindo a descaracterizacao de barragens existentes
e evitando a formacdo de novas barragens. E importante ressaltar que, em alguns processos,
incluindo o espessamento, hd a reutilizacao da 4gua retirada do material imido, sendo reapro-
veitada para os processos de moagem e de concentragdo.

Uma vez que o foco deste trabalho envolve o controle de espessadores, énfase maior é

dada a esse equipamento nas secdes seguintes.

2.1. Espessadores

A etapa de separagdo solido-liquido é muito importante na industria mineral, pois ge-
ralmente utiliza d4gua em algum de seus processos. Os espessadores, principal equipamento
que realiza a tarefa, ¢ um equipamento de alto porte e alto custo. Dessa forma, qualquer me-
lhoria traz um grande impacto na producao ou nos seus custos. Independente de qual material
serd separado, o espessamento tem dois objetivos basicos que sdo: (i) a produ¢ao de um sélido
desaguado e; (ii) a producao de um liquido clarificado (LUZ e LINS, 2018).

As caracteristicas da polpa que sera tratada no espessador possuem grande influéncia
no processo, como exemplo, pode-se citar o efeito de dispersdo sofrido por particulas muito
finas, dificultado a sedimentacdo. Nesses casos, é muito importante o uso de floculantes ou
coagulantes para forcar a unido das particulas e diminuir o efeito de dispersdo. Outro problema
importante, muito comum em polpas de minerais mais densos, € a aglomeracao no fundo do
espessador. Para evita-lo, os espessadores comuns possuem um brago, conhecido como rake ou
ancinho, que gira continuamente no interior do equipamento, carreando os s6lidos aglomerados

em direcdo a descarga de saida, como visto na Figura 2.2.
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Figura 2.2: Esquema de um espessador continuo.
Fonte: O autor.
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O liquido clarificado € retirada do processo ao transbordar para uma canaleta localizada
na parte superior do tanque, esse fluxo de saida é chamado de overflow, efluente ou sobrena-
dante. O material sedimentado, ou underflow, é retirado pela descarga, muitas vezes com o
apoio de uma bomba na tubulacio de saida. E importante ressaltar que o acimulo de material
s6lido em excesso no fundo de espessadores pode levar ao travamento do rake. Sistemas atuais
possuem como forma de seguranga a leitura do torque do rake. Caso o torque se torne muito
alto, os bragos sdo automaticamente erguidos facilitando a raspagem. Para melhor direciona-
mento do material sélido até a saida do sistema, os espessadores convencionais possuem a parte
inferior, na regido de compactacdo, em formato conico. Dessa forma, o material € puxado para
o centro, onde ha o escoamento do underflow pela propria for¢a da gravidade, além de contar
com o auxilio do rake no processo, facilitando o posterior bombeamento.

Durante o processo de sedimentac¢do a separacao do material no espessador forma zonas

distintas como visto na Figura 2.3.
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Figura 2.3: Zonas de sedimentacdo em um espessador continuo convencional.
Fonte: Pereira et al. (2020).

A zona de espessamento € a drea onde ha alta concentracio de s6lidos em sedimentacdo.
A compressdo do material expulsa a d4gua presente criando a zona de clarificacdo na parte su-
perior do tanque. O fluxo do material é indicado pelas setas onde Q representa a vazdo e ¢ a
concentracao volumétrica de s6lidos. Os indices f, e e u sdo respectivamente a entrada, over-

flow e underflow. O ponto de referéncia inicial, onde a altura é considerada 0, € o local onde
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ha entrada do material. A altura € crescente em direcdo a saida, sendo —H < z < 0 a drea onde
subtrai-se o didametro do poco de alimentagdo e ha presenca predominante de dgua. A profun-
didade maxima do espessador € indicada por B e H, indica o ponto onde o espessador deixa de
ser cilindrico e passa a ser cOnico. A altura da interface € o ponto de separagdo entre a zona
de clarificacdo e a zona de espessamento. Quanto maior a altura de interface, maior a zona de
clarificacdo, portanto maior € a separacao sélido-liquida. Em relag¢do aos custos diretos do pro-
cesso, destaca-se o valor do insumo utilizado como floculante. A dgua que pode ser recuperada,
representa uma economia nao s financeira como também ambiental. J4 a variacdo das vazdes
ocorre sem grandes demandas, pois nao apresenta grande esforco para as bombas utilizadas.
Energeticamente, destaca-se o esforco para movimentacao do rake, mas esse nao sera um ponto
de estudo do trabalho. Os maiores custos do processo seriam indiretos, incluindo beneficios
para o tratamento do minério e do rejeito desaguados nas etapas posteriores ao espessamento,
além do alto custo que seria demandado em caso de solidificacdo excessiva do material ou de

um possivel transbordo de sélidos.

2.1.1. Modelo do Espessador

O presente trabalho serd desenvolvido com base em um espessador convencional cilin-
drico-conico. O modelo utilizado é o desenvolvido em Pereira (2021). O trabalho partiu da
modelagem de um sistema de espessamento considerando a adi¢ao do floculante e acrescentou
a variacdo de drea que parte do formato cilindrico para o conico. Com isso, chegou-se a um mo-
delo que se aproxima da geometria real do espessador levando em consideracdo seus principais
processos e este foi implementado em um simulador.

Para realizar a modelagem utilizando a adicao de floculantes, deve-se considerar que
algumas particulas sofrerdo uma variacao de velocidade k de acordo com o tempo. Essa pro-
priedade varia de 0, quando a velocidade € nula, até 1, situagdo em que a velocidade € a maior
possivel. A concentragcdo local das particulas sélidas sob efeito do floculante serd denotada
por w. Considerando d como a fun¢do de compressabilidade dos sélidos em alta concentragao,

D(¢) é sua fungdo primitiva definido como

D(¢) = /0  d(s)ds. @.1)

O modelo do espessador representado pelo sistema de equacdes diferenciais parciais é
formado por (2.2) e (2.3) e expressa a concentracao total de s6lidos ¢ e a concentracdo w em
funcdo da profundidade z do espessador e do tempo 7, considerando a variagdo da drea A. O

indice f representa as variaveis da alimentacéo, I'(z) indica se z € um nivel dentro (y(z) = 1) ou
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fora (y(z) = 0) do espessador e J(z) é a fungdo delta de Dirac.

—a(Aa(?(p) -I-%A(Z)f((l’,W/(P,z,l) = a% (A(z)?’(z)%—ag(f)) +0/(1)0r(1)8(2), (2:2)
w w — WZ
% +a% (EA(Z)F(@’@ZJ)) = a% (A(Z)y@)pal;_(:ﬁ) +0s(t)ws(t)8(z), (2.3)

em que F(¢,k,z,t) é a fungdo de fluxo convectivo que varia com a profundidade do tanque:

()9 /A(z), para z< —H,
F(9.kzt) =q O(t)9/A(z) +kuys(9)9, para —H <z<B, 2.4)
0(1)9/A(2), para 7> B.

A varidvel vy, € a velocidade de sedimentacao retardada das particulas. A vazdo vo-
lumétrica Q(¢) é dada em func@o da vazao no efluente Q,(¢) e da vazdo do underflow Q,(t), de

modo que

—Q.(r), para z<O0,
_ 2.5
o) { Q,(t), para z>0. (2)

O simulador de espessadores criado a partir desta modelagem foi validado a partir de da-
dos reais de um espessador existente em planta da Vale S.A. em Carajés - PA. A implementacao
em MATLAB foi realizada utilizando um procedimento numérico para fazer a discretizacdao no
espaco. Maiores detalhes da implementagdo e a validacdo do modelo podem ser encontrados
no trabalho de Pereira (2021). Apesar de ser uma boa representacao do espessador, algumas
aproximacgdes naturalmente foram feitas durante a modelagem. Para o equacionamento reali-
zado, foram considerados uniformes a sedimentacdo e concentra¢do de sdlidos, a suspensdao
como ideal e a influéncia do trabalho do rake foi descartada. Devido a isso, a construgdo de
um controlador baseado no modelo ndo € perfeito. Isso indica a necessidade de aplicagao de
alguma forma de controle adaptativo para contornar as aproximagdes ou, como sera feito, a
aplicacdo de aprendizagem de maquina para construir um controlador que, empiricamente, de-
cidird as agdes de controle ideais para o sistema mesmo sem o conhecimento perfeito de sua
dindmica. Com a abordagem de aprendizagem por refor¢o, o modelo simulado serd uma boa
base de treinamento e permitird encontrar um controlador que idealmente possa contornar as

imperfeicoes do modelo ao ser executado online.

2.2. Conclusao

Neste capitulo foi realizada uma introdugdo a area de tratamento de minério com um
maior foco na etapa de espessamento. E apresentado também o modelo matematico de um
espessador convencional que foi utilizado para gerar o simulador no qual serd implementada
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a técnica de aprendizagem por reforco. A partir do modelo matemético, é possivel entender a
influéncia das varidveis controladas, densidade de sélidos e altura da interface, e as variaveis de

controle, vazao no underflow e dosagem de floculante, que serdo utilizadas.
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3. Aprendizagem por Reforc¢o

A inteligéncia artificial € uma area que vem se desenvolvendo de forma crescente nos
ultimos anos como solucdo para varios problemas de tecnologia. Nesse contexto, destaca-se o
aprendizado de maquina. A capacidade de uma méquina reconhecer padrdes a partir de grande
quantidade de dados € uma importante ferramenta de anélise e pode ser usada nas mais diversas
areas, como saude (YU et al., 2021), energia (PERERA e KAMALARUBAN, 2021), robética
(DALAL et al., 2021), economia (CHARPENTIER et al., 2021), veiculos autonomos (KIRAN
et al., 2021), entre outras.

No entanto, hoje nao basta o computador conseguir realizar tarefas de inteligéncia. Com
a tecnologia atual, os computadores sdo capazes de aprender por conta propria e até superar o
conhecimento humano. Esse € o papel da Aprendizagem por Refor¢o, um subtdpico da apren-
dizagem por maquina.

Em Sutton e Barto (2018), é feita a comparagdo da aprendizagem por reforco com a
forma que as pessoas aprendem. Inicialmente, o ser humano ndo tem nenhum conhecimento do
ambiente e chega ao mundo sem uma orientacao, aprendendo por conta prépria a ouvir, sentir
e interpretar os sinais que recebe. Desde o nascimento, tem-se a interagcdo com o ambiente ao
nosso redor, e as respostas que recebe o leva aos primeiros aprendizados. E assim segue-se por
toda a vida, toma ag¢des nos ambientes em que estd inserido e espera a recompensa, seja positiva
ou negativa, e, a partir dessa experiéncia adquirida, busca maximizar as respostas positivas. Vez
ou outra ainda arrisca novas experiéncias, para buscar recompensas ainda maiores do que as
que estd acostumado, ou entao para descartar essas opgoes.

A aprendizagem por reforco, como técnica de inteligéncia artificial, nada mais é do que
uma forma de realizar computacionalmente o aprendizado a partir de interagdes, por tentativa
e erro. Nos proximos topicos serd detalhado a base utilizada para implementagdao do PPO. Ini-
cialmente serd abordado o processo de decisdo de Markov que define a estrutura do algoritmo.
Em sequéncia hd um tépico a respeito do gradiente de politica, que explica como que o al-
goritmo atualiza e adquire conhecimento. Ainda sobre o gradiente de politica, € dado foco a
otimizacdo da politica por drea de confianca que traz um conceito de limitac@o dos gradientes de
forma a alcangar atualizagdes estaveis. Por fim, serd tratado a otimizagdo de politica proximal,
técnica que aprimora os conceitos existentes buscando simplificar a sua aplicagdo, sendo essa a

ferramenta que serd utilizada.

3.1. Processo de Decisao de Markov

Para se trabalhar com RL, os sistemas s@o descritos como processos de decisdo de Mar-
kov (MDP, do inglés Markov Decision Process). O MDP é uma formula¢do matemaética para
tomada de decisdes sequenciais (HALLEN er al., 2019). Consiste em um agente, que é o res-

ponsdvel por tomar as decisdes, € o ambiente, que € tudo que € externo ao agente e que nao €
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controlado. A Figura 3.1 contém uma representagdo esquematica do MDP.
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Figura 3.1: Esquema geral do processo de decisao de Markov.
Fonte: Sutton e Barto (2018).

O agente, inicialmente em um estado s;, toma uma acao a; que o leva a um novo es-
tado s;41 e gera uma recompensa ;1. Para cada estado, hd um conjunto de agdes possiveis
que o agente pode tomar para tentar alterar o sistema. O objetivo com o MDP ¢é fazer uma
escolha adequada de acdes para maximizar as recompensas geradas ao longo do tempo (SUT-
TON e BARTO, 2018). Tais recompensas sdo definidas de acordo com o sistema trabalhado e
o proposito desejado. Para aplicagdes em controle de processos, uma boa escolha € construir a
funcdo de recompensa a partir do erro e das agdes de controle. Outros parametros de desem-
penho como méximo sobressinal e tempo de estabilizagdo também podem ser utilizados. Até
mesmo parametros indiretos e de alto nivel podem ser adicionados, como o custo financeiro
envolvido, contanto que seja possivel construir uma representacdo matematica. Quem deter-
mina qual acdo serd tomada a partir de um determinado estado € a politica, representada por
7. Para sistemas continuos, £ normalmente € definida como uma distribui¢dao de probabilidade
que varia para cada acdo no estado atual.

Os estados podem ser entendidos como o retorno de um conjunto de sensores, no caso
do espessador, a leitura de densidade na saida do espessador e o medidor de nivel da interface.
As agdes seriam os sinais de controle dos atuadores, que seriam as bombas que variam a vazao
de saida do espessador e a vazdo de floculante que é adicionado no tanque para dosagem. A
recompensa representa alguma formula¢do matematica, ou mesmo o retorno de um conjunto
de sensoriamento, algo que seja capaz de medir a qualidade do processo. Como serd detalhado
posteriormente, nesse trabalho a recompensa utilizada terd como base o erro das varidveis con-
troladas em relagdo as referéncias desejadas.

E natural pensar que dado dois estados diferentes, os possiveis novos estados alcancdveis
a partir deles podem ser diferentes. Desta forma, o resultado final, apdés uma sequéncia de
acdes, ndo estd diretamente ligado 4 maior recompensa no estado inicial. E necessério le-
var em considera¢do o caminho que foi percorrido e os estados que se tornaram disponiveis.
Usando o controle de processos como exemplo, um sobressinal temporario pode levar a uma
estabilizacdo mais rdpida do sistema. Desta forma, para a tomada de decisdo e a depender do
caso, € importante considerar ndo sé a recompensa imediata, mas também as recompensas fu-
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turas (RAVICHANDIRAN, 2018). Em MDP, isso € feito por meio da fun¢do de valor dada

por

Vi) =Ex | Y ¥ rioiik|s =] 3.1)
K=0

A fungdo de valor define o qudao bom € estar no estado s em um sistema regido pela
politica . Considerando E a esperanca matematica, V” leva em consideragdo o valor esperado
do somatério das recompensas futuras 7,11, caso se mantenha a politica atual. K € a contagem
de passos que o algoritmo repete a tomada de acdes e leitura das recompensas. ¥ € um fator de
desconto entre 0 e 1, responsavel por diminuir as parcelas de recompensa conforme o tempo
passa, visto que o erro da estimativa dos valores tende a aumentar. Esse fator também € fun-
damental em sistemas ilimitados no tempo pois garante que V”(s) ndo seja infinito fazendo as
recompensas tenderem a zero conforme K cresce (NIAN et al., 2020).

Ocasionalmente, a fun¢do de valor pode ser relativa ao par estado-a¢do e nao somente
ao estado atual. Nesse caso, ela é conhecida como fun¢ao de acdo-valor e representa o quao
bom € tomar a acao a partindo do estado s por meio de uma politica

Q"(s,a) =Bz | Y ¥ rsiik|si =s,a,=a . (3.2)
K=0

Na funcdo de acdo-valor, o peso de cada agdo é enviesado pelo estado em que a acdo
¢ tomada, assim, acOes ruins realizadas em bons estados podem retornar maior valor do que
acoOes Otimas realizadas em estados ruins. Para contornar esse problema, subtrai-se o valor dos

estados do par estado-acao

A(s,a) = Q" (s,a) —V*(s). (3.3)

A fungdo (3.3) é chamada de vantagem pois representa quao vantajoso € escolher uma
determinada acdo em relacdo as outras possiveis acoes naquele estado. Valores positivos indi-
cam agdes que levam a estados que possuem maiores recompensas, enquanto valores negativos

indicam ag¢des que levam a estados que alcancam recompensas menores.

3.2. Gradiente de Politica

Os métodos tradicionais de RL trabalham atualizando o valor das ac¢des, nesses casos
a politica depende de V7, pois as ag¢des sdo determinadas baseado no valor que receberam.
Por outro lado, os métodos de gradiente de politica (PG, do inglés Policy Gradient) focam em
atualizar a propria politica, e ndo dependem de V” para definir qual acéo sera tomada, portanto
sdo independentes. Esses métodos ainda podem ter uma fungdo de valor ou de agcdo-valor, mas,

nesse caso, esta funcdo nio é o objetivo de maximizacdo, ela € utilizada apenas para guiar
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a atualizacdo dos parametros da politica, julgando se € uma politica boa ou ruim (SUTTON
e BARTO, 2018).

A grande vantagem dos métodos PG € que podem trabalhar com acdes e estados conti-
nuos, para isso sao utilizadas redes neurais artificiais (RAVICHANDIRAN, 2018). Na atualiza-
cao da politica, a rede recebe como entrada os estados, enquanto as saidas sdo as probabilidades
de cada acdo possivel para esse estado. As probabilidades sdo usadas para escolher qual acdao
o0 sistema irda executar, mesmo que nado seja a acao ideal, a recompensa é armazenada e forma,
apos vdrios passos, um conjunto de dados de treinamento. Com base nesses dados, os pesos da
rede neural sdo atualizados a partir do gradiente do resultado fazendo com que as agdes com
maior recompensa terdo maior probabilidade naquele estado e, de forma andloga, as a¢cdes com

menor recompensa terdo menor probabilidade.

3.2.1. Otimizacao da Politica por Area de Confianca

A aprendizagem por reforco ocorre por tentativa e erro, isso quer dizer que, em alguns
momentos, o agente ird explorar agdes ruins para o sistema e que trarao recompensas negativas.
Devido a isso, foram criadas estratégias de otimizacdo da politica com restricdo. A ideia €
limitar a atualizag@o da politica para que ela ndo va para uma drea insegura onde a probabilidade
de tomar agdes ruins seria muito alta (RAVICHANDIRAN, 2018).

O método de otimizagdo da politica por drea de confianga (TRPO, do inglés Trust Region
Policy Optimization) impde uma restri¢do p, de quanto a politica nova pode se distanciar da
politica antiga. Se a probabilidade de acontecer algo indesejado for menor do que esse limite
p, o sistema esta seguro. O método TRPO busca manter o sistema nessa regido de seguranga

maximizando a funcdo objetivo

A g (arls:) ]
f, | 2% A (3.4)
' |:7r9anterior (a[|S[) '

sujeito a restri¢ao
By (KL, (-I51), 0 (]30)]] < 8, (3.5)

em que KL ¢é a divergéncia de Kullback—Leibler e retorna o quanto duas distribui¢des de proba-
bilidade sao diferentes. O termo 7y (a;|s;) € a probabilidade da a¢o g, ser escolhida no estado s;
quando a politica for definida pelos paradmetros theta. Note que (3.5) € a inequagdo responséavel
. Substituindo

essa restricdo por uma penalidade em (3.4), o objetivo do TRPO passa a ser a resolucao do

por restringir a nova politica g, mantendo-a proxima da politica anterior 7g,

nterior
problema de otimizagdo do coeficiente  que maximize

At_ﬁKL[Tceanterior('lst)7Tce('|st)] ¢ (36)

Com essa limitagdo na atualizagdo da politica, evita-se tomar passos muito grandes.

Caso a politica nova se afastasse da antiga, ela mudaria completamente as acdes tomadas e o
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comportamento do sistema, o que poderia leva-lo para uma regido insegura. O TRPO auxilia

para que a evolu¢ao do aprendizado ocorra de forma progressiva e estavel.

3.2.2. Otimizacao de Politica Proximal

O problema do método TRPO € a dificuldade em definir um valor para 8 que seja sa-
tisfatorio em todo o tempo. Além disso, trabalhar com (3.4) e (3.5) computacionalmente teria
um custo muito alto. O trabalho em Schulman et al. (2017) criou uma alternativa mais sim-
ples substituindo a restri¢ao (3.5) por uma penalidade na prépria fungao objetivo. Tal solugao
se mostrou tao eficiente quanto a TRPO e € chamada de Otimizacdo de Politica Proximal. A
funcdo de custo do PPO ¢

LM (0) =1, [min(r,(0)A;,clip(r1(8),1 —&,1+€)A,)], (3.7)

em que A é uma estimativa de (3.3), € é o limite definido para regido de confianca. clip e
min sdo fungdes. [E; indica que (3.7) se trata da expectativa de um valor estimado, ou seja, €
necessdria uma previsdo, de quais serdo as recompensas que poderdo ser alcangadas no futuro.

Por fim, o termo r,(60) se refere a razdo de probabilidade dada por

7‘;(9) . 7'L'9<a1|5t)

= . 3.8
700,14 (G |S1) G:8)

Para melhor entendimento, (3.7) deve ser analisada por partes. Primeiramente, a razao
r;(0) relaciona a politica atual com a politica antes da atualizacdo dos parimetros e indica o
quanto a probabilidade de se tomar a acdo a; no estado s; aumentou apos a politica ser atuali-
zada. A razdo r(t) nunca retornard um valor negativo pois a probabilidade deve ser maior igual
a zero. Sendo assim, para valores maiores do que 1, a razao indica que a probabilidade aumen-
tou. J4 valores entre 0 e 1 indicam que, na nova politica, € menos provavel escolher a acdo a;
do que era na politica anterior. Portanto, o produto r,(@)fit visa maximizar a probabilidade de
se tomar acdes vantajosas, e diminuir a probabilidade de se tomar a¢des que levem a valores
negativos de vantagem.

O segundo termo de (3.7), clip(r;(0),1 —&,1 + £)A é semelhante ao primeiro termo,
com excecao que a razao passa pela funcdo de corte, clip. Para explicar essa fun¢ao, considere
uma equagdo X qualquer € x;, s € Xgp, que sdo, respectivamente, os valores de limite inferior e

superior, a funcao clip possui o seguinte comportamento

clip(X Xinf Xsup) = max (min(X Xgup) Xinf) - (3.9)

Essa func@o ird limitar 7(¢) em um valor préximo de 1 de acordo com uma regido de
confianga definida por €, com isso, limita-se o quanto a politica pode aumentar ou diminuir a

probabilidade de escolher a acao a; em cada atualizacao.
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Por fim, a fun¢do min garante um comportamento pessimista, limitando as atualiza¢des
que avancam em dire¢do ao ponto de maximo da func¢do, visto que se tratam de valores estima-
dos e ndo de valores exatos, evitando que haja uma mudanca muito grande na escolha das acdes,
que poderia gerar resultados inesperados. Do contrério, sao permitidas atualiza¢des negativas
sem restricao. Caso se aumente muito a probabilidade de se tomar uma agao que gere uma van-
tagem negativa, a proxima atualizacdo nao serd limitada, permitindo se desfazer integralmente
do ultimo passo de otimizagao que havia sido feito.

Dessa forma, a politica se mantém préxima de uma regido de confian¢a onde hd uma
boa estimativa dos valores. Limitando a atualizacdo, € possivel manter a tendéncia de cresci-
mento ou decrescimento da probabilidade de certa acdo, ou seja, mantém-se a dire¢ao dada pelo

gradiente, mas atualizando-a de forma gradual.

3.3. Conclusao

Esse capitulo apresentou a base tedrica para a utilizagdo da aprendizagem por reforco
e introduziu os métodos de gradiente de politica. Foi detalhada a técnica de otimizagao da
politica por drea de confianga que limita os passos de atualizac@o ao redor de uma area segura
e, posteriormente, foi apresentada a evolucdo da técnica, chamada de otimizacdo de politica

proximal, que facilita a aplicag¢do ao fazer a limitacao diretamente na funcao objetivo.
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4. Redes Neurais Artificiais

O crescimento dos estudos relacionados a inteligéncia artificial estdo relacionados a
popularizacdo das redes neurais artificiais. Em aprendizado por reforco elas sdo especialmente
importantes quando se trabalha com sistemas continuos e sdo a principal maneira de se repre-
sentar os estimadores e a politica.

Nos seres vivos, o neurdnio € a célula especializada em transmitir e processar as in-
formagdes. O conjunto de neurdnios é chamado de rede neural. Uma rede neural artificial €
uma estrutura computacional baseada nesse sistema, formada por neurdnios artificiais que sao

inspirados nos neurdnios biolégicos conforme mostrado na Figura 4.1.
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Figura 4.1: Comparacao entre neurdnio artificial tipico e neurdnio bioldgico.
Fonte: Ravichandiran (2018).

O neurdnio artificial faz a soma de todos os sinais de entrada ponderados pelo respectivo
peso da conexdo. O valor resultante determina se o neurdnio ird produzir um sinal de saida ou
ndo. O limiar tem o papel de aumentar ou diminuir a influéncia do valor de entrada para essa
ativacdo interna do neur6nio. Ja funcao de ativacao altera o valor da soma das entradas e também
permite adicionar nao linearidades no sistema.

O aprendizado de um neurdnio ocorre com a adaptacdo dos pesos sindpticos de forma
que a saida apresente os valores desejados a partir de determinados valores de entrada. O
verdadeiro poder de se utilizar modelos de neurdnios € alcangado pela combinagdo de varios
deles, formandos as redes neurais em que os pesos de cada neurdnio sdo treinados usando as
dependéncias de uns com os outros (AGGARWAL et al., 2018). Dessa forma, € possivel repre-
sentar funcdes e comportamentos altamente complexos quanto mais neurdnios forem utilizados.
Para uma implementagdo em sistema continuo, no qual se tem uma infinidade de possiveis valo-
res para entrada e para a saida, usar redes neurais permite uma representagao fiel do sistema sem
a necessidade de aproximacgdes. A estrutura de uma rede neural € feita por camadas, sendo dife-
renciadas nos neuronios da camada de entrada, neurdnios da camada de saida e os neurdnios das
camadas intermedidrias, também chamadas de ocultas. Esses ultimos ndo sdo obrigatérios, e
as redes neurais que possuem uma ou mais camadas de neuronios intermediarios sdo nomeadas

como redes neurais profundas.
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4.1. Treinamento

Para treinar redes neurais, é necessario ter um conjunto de dados separado para esta
finalidade. Entdo, aplica-se algum algoritmo de atualiza¢do dos pesos em busca do correto
mapeamento entre as entradas e saidas no conjunto de dados. Esse processo deve acontecer
repetidas épocas para um treinamento adequado. Sendo que a época € cada vez que todo o
conjunto de dados de treinamento € apresentado a rede. O principal método de se atualizar os
pesos da rede neural € por meio do gradiente de descida

_—
0,11 =6,—aVvVJ(6). 4.1)

Note que a equacgdo (4.1) busca atualizar os parametros 6 a partir do gradiente de uma
funcdo objetivo, também conhecida como fun¢do de custo. Essa equagdo permite atualizar
0s parametros, que no caso sao os pesos da rede neural, de forma a buscar a minimizacdo de
J(6;), visto que a atualizagdo ocorre no sentido contrario ao gradiente, o qual indica o ponto
de maior variacdo da fun¢do. Essa busca € feita de passo em passo, cujo tamanho do passo é
definido pela taxa de aprendizagem o, valor que varia de 0 a 1. Valores maiores levam a um
aprendizado rapido mas ndo garantem que seja alcangado o resultado ideal. Por sua vez, valores
muito pequenos permitem se aproximar mais do valor minimo da fun¢@o objetivo ao custo de
um aprendizado mais lento.

A funcido objetivo deve representar o valor desejado na saida num determinado tempo
¢t a partir de um dado sinal de entrada no mesmo instante. Essa funcdo muitas vezes € es-
tocastica, formada por subconjuntos aleatorios dos dados de treinamento, também chamados de
lotes. Nesses casos, a equacgdo (4.1) passa a ser conhecida como SGD (gradiente de descida

estocastico, do inglés Stochastic Gradient Descent).

4.2. Retropropagacao

Aplicar SGD em uma rede neural complexa ndo € trivial pois os valores de saida de
uma camada dependem indiretamente de cada parametro e funcido de ativacdo das camadas
anteriores. A maneira mais comum de se encontrar os gradientes utilizados em (4.1) é pelo
algoritmo de retropropagacao (do inglés backpropagation).

Conforme Figura 4.2, o algoritmo possui trés fases bem definidas.

No primeiro momento, ha a propagacao positiva dos sinais de entrada x, os quais cami-
nham até a saida y sem alteracdo da matriz de pesos W ou do vetor de limiares b. Os valores de
ativacdo interna u, antes de passarem pela funcdo de ativacdo f, sdo armazenados juntamente
com os valores de y para serem utilizados posteriormente. Como ilustrado na Figura 4.2, esse
processo se repete para todas camadas da rede neural até a saida final y°.

Em seguida, o valor de saida é retropropagado utilizando o gradiente das funcdes de
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custo F' em relagiio as ativagdes internas e gerando os valores de sensibilidades 8. A retropropa-
gacdo parte da ultima camada e se repete até a camada inicial.

Por fim os valores de sensibilidade ser@o utilizados para atualizar cada peso e limiar
da rede neural. Este processo deve ser realizado para cada padriao de treinamento disponivel
por um ndmero de épocas pré-determinado ou até que seja alcangado algum outro requisito de
parada, como a minimizag¢ao do erro.

Propagacio dos sinais

X 1

W \/

Fetro-propagacie
das sensibilidades

I

i Valores para
I atualizagdo

[}

I

Figura 4.2: Algoritmo de retropropagacao para uma rede neural de trés camadas.
Fonte: O Autor.

Este procedimento € detalhado no algoritmo 1 considerando um conjunto com N padrdes

de treinamento e uma rede neural de M camadas.

Algorithm 1 Backpropagation
fori < 1 at¢ N do

YW e x;
y;n+1 (_fm+l(Wm+ly;n+bm+l), m=0,1,--- ,M_l,
M « (987;4
& 4 FM ) (W8 =M= 1, 2,1,
W W — a8y N m=1,--- M,
bt~ b"—ad", m=1,--- M,

end for

Para iniciar a retropropagacgao, o primeiro valor de sensibilidade é calculado a partir do
gradiente da funcao de custo J em relagdo a ativagao interna da ultima camada
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aJ
M=, 4.2
S (4.2)
As demais sensibilidades sdo calculadas por meio do gradiente da funcdo de ativacao

em relacdo a cada neur6nio S da camada m, organizados em formato matricial como se segue

fm(urln) 0 0
prgemy— | O ST 0 43)
0 0 f’"(ug’m)
em que
gy = 220 (44)

4.3. Estimativa de Momento Adaptativo — ADAM

Em otimizacgdes estocdsticas, os parametros sao atualizados a partir de diferentes sub-
conjuntos dos dados de treinamento. A aplicacdo direta da (4.1) em conjunto com a retropro-
pagacdo ndo possui boa efici€ncia, nesses casos, por apresentar um mesmo passo de atualizagdo
para todas as entradas. Neste contexto, o algoritmo ADAM (do inglé€s adaptive moment es-
timation) é uma extensdao do SGD que computa taxas de aprendizado individuais para cada
padrdo, que sdo adaptadas a partir do primeiro e segundo momentos dos respectivos gradientes
(KINGMA e BA, 2014). O método apresenta uma convergéncia rapida, trabalha bem com gra-
dientes esparsos e configuracdes ndo estaciondrias, e a magnitude das suas atualiza¢des nao €
afetada pelas variacOes na escala do gradiente.

O algoritmo utiliza médias méveis exponenciais do gradiente para realizar a atualizacao
dos parametros. As médias moveis sdo estimadas pelo primeiro momento (média) e segundo
momento (varidncia) e controlados por uma taxa de decaimento f3; e 3,. Estas taxas podem ser
constantes, tipicamente valendo 0,9 e 0,999, respectivamente. Ambos momentos, respectiva-
mente m; € Uy, sdo iniciados como vetores de 0, e entdao sdo atualizados a partir dos gradientes

da fun¢do de custo estocéstica

my = PBr-m_1+(1—PB1)- g, (4.5)
v =Ba- V1 +(1-Ba) - g7, (4.6)

em que
g =Ve(6_1). 4.7)

Em seguida, € necessario corrigir o viés dos estimadores de momento
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m; - (4.8)
1

~ v

v, = 1_—’t (4.9)
2

Por fim, os pesos da rede neural sdo atualizados
0, =6_—a ot (4.10)

U+ €

4.4. Conclusao

Nesse capitulo foi introduzido o conceito de redes neurais artificiais, que sdo essenciais
para uma boa representagdo das variaveis do processo de forma continua. Neste trabalho as re-
des neurais serdo responsaveis por mapear os estados observados, que consistem das varidveis
controladas, em agdes, que serdo as varidveis de controle. Foi apresentado o método de treina-
mento das redes neurais e o detalhamento da técnica de retropropagacdo. Por fim foi apresen-
tado o método de estimativa de momento adaptativo que permite um treinamento mais eficiente
da rede neural ao fazer uso da média mével dos gradientes. Essas informacdes foram utilizadas

para fazer a implementacao das redes neurais e seu treinamento no MATLAB.
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S. Detalhes da implementacao do algoritmo PPO

Para a implementacio do controle de espessador empregando aprendizado por reforgo,
define-se que as observacdes sdo as entradas do sistema, representadas pelas varidveis con-
troladas que serdo a altura da zona de clarificagdo e a densidade no underflow, conforme Fi-
gura 2.2. As varidveis manipuladas sdo as a¢des geradas pela politica do PPO e consistem da
vazao de saida no underflow e a dosagem de floculante. O controle da vazao permite manter
o processo de sedimentacdo no espessador e liberar a polpa a medida que ela atinge o nivel de
solidificagc@o desejada. Por outro lado, o uso de floculante tem como fung¢do acelerar o processo
de sedimentacdo de s6lidos por meio da formagao de particulas maiores. Como esse insumo
tem um custo, o ideal é reduzir a necessidade de sua utilizagcdo, logo deseja-se que a acdo de
controle que representa o gasto de floculante seja a menor possivel.

Apesar de grande parte dos trabalhos na area de aprendizado por reforco utilizarem
Python como linguagem de programacao, optou-se por se trabalhar com MATLAB. A esco-
lha visa fazer uma melhor utilizacdo do simulador desenvolvido em Pereira (2021), evitando
conversdes e adaptacdes.

Como ressaltado no trabalho de Andrychowicz et al. (2020), detalhes e decisdes de
implementa¢do possuem um grande peso no sucesso ou ndo do algoritmo de aprendizado por
refor¢o, ao passo que sao pouco explorados na teoria. Desta forma, para a programacao do PPO,
foram utilizadas como referéncia as producdes em Python do OpenAl que possuem algoritmos
de cddigo aberto consolidados, como os apresentados em Dhariwal ef al. (2017) e Achiam
(2018).

5.1. Redes Neurais

O controle foi feito considerando tanto as observa¢des quanto as agcdes como varidveis
continuas, portanto, optou-se utilizar duas redes neurais numa estrutura ator-critico conforme a
Figura 5.1. Nessa estrutura, o ator tem o papel de definir a politica de escolha das acdes que
serdo aplicadas, e o critico avalia quao bom € o ator guiando seu treinamento. A entrada de
ambas as redes sdo as observagdes que representam o estado do ambiente. A saida do critico €
uma estimativa do valor que serd alcangado no préximo estado, e é essencial para treinar a rede
neural do ator. A rede neural do critico € treinada a partir do erro de estimativa entre o valor
gerado e a recompensa retornada do ambiente.

Tanto a rede critico quanto o ator possuem estruturas equivalentes, consistindo de 2
camadas internas, sendo que o critico possui 64 neurdnios na primeira camada e 32 na segunda,
enquanto o ator possui 32 neurdnios em ambas camadas. As duas redes possuem 2 entradas,
onde serdo observadas a densidade do material na saida do espessador € a altura da interface
do liquido clarificado. O nimero de neur6nios e de camadas foi definido de forma empirica,
utilizando como referéncia inicial os trabalhos de Hallén ef al. (2019) e Andrychowicz et al.
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Figura 5.1: Arquitetura Ator-Critico.
Fonte: O autor.

(2020).

O critico terd uma unica saida para representar o valor geral do sistema. Enquanto o ator
terd 2 saidas, que serdo a base do sinal de controle. Cada saida representa a média 1 de uma
distribui¢do estatistica normal. Para formar essa distribui¢do normal serd utilizado ainda um
desvio padrdo o predefinido. A partir dessa distribui¢do, serd feita uma amostragem de qual
proxima acgdo a ser aplicada, permitindo assim a exploracao do espaco de estados. Quanto maior
o desvio padrdo, maior serd a exploracdo do sistema, uma caracteristica que € mais desejada no
inicio do treinamento e que deve diminuir ao longo do processo. As ac¢des definidas como sinal
de controle serdo a vazao de saida do espessador e a dosagem de floculante adicionada.

Seguindo a recomendacao apresentada em Andrychowicz et al. (2020), a Gltima camada
das redes neurais foi inicializada com valores 100 vezes menores do que nas demais. Todas as

camadas utilizardo a funcao tangente hiperbdlica

ePUk _ g~ DUk

ePuk 4 g—pur’ .

Y(ux) = tanh(puy) =

como fun¢do de ativacdo para permitir ndo linearidades. Note que a derivada de (5.1) € dada
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por
— =p(1—y*) > 0. (5.2)

A funcdo tangente hiperbodlica limita a saida da rede neural entre —1 e 1, como pode
ser visto na Figura 5.2. Essa é uma caracteristica importante tendo em vista que as acdes de

controle também deverao ser limitadas, bastando escalar para os limites corretos.
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Figura 5.2: Func¢des (a) tangente hiperbolica e (b) sua derivada.
Fonte: Aggarwal et al. (2018).

5.2. Funcao de densidade de probabilidade

Cada acgdo de controle terd sua propria distribui¢ao normal que ird definir por amostra-
gem a acdo utilizada para o préximo estado do sistema. A caracteristica aleatéria da distribuicao
estatistica permite explorar o espago de acdes para que o algoritmo aprenda quais sao as agoes

mais ou menos vantajosas a partir de um determinado estado do sistema.
O desvio padrao sera definido por uma relacdo direta com os erros em regime perma-

nente, isto é,

O = errOgensidade + €0airura +0,0001. (5.3)

O objetivo é diminuir o desvio padrao a medida que o sistema se aproxima do sinal de referéncia
desejado. Com isso, a amostragem da politica ird tender ao valor de média gerado pela rede neu-
ral. Essa € uma forma de diminuir a explora¢ao levando a sinais de controles que se aproximem
dos valores 6timos. A parcela numérica foi acrescentada ao desvio padrao para evitar que seja
zerado em algum momento, o que acarretaria erros na representacao da distribui¢do padrao.

A politica sera representada pela fun¢@o de densidade de probabilidade

L (_ (a—ll(sae))2> _ (5.4)

2102 202

m(als,0) =
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Essa func¢do indica quio provavel é uma determinada ag@o a ser amostrada partindo de
uma distribui¢cdo normal. Como a média € definida por uma rede neural, ela depende dos es-
tados de entrada e dos parametros desta rede. Enquanto a politica em si, depende da média e,
portanto, dos estados e pesos da rede neural, e também depende da acdo. Conforme (3.8), o
controlador buscara aumentar a probabilidade das acdes que geraram altas recompensas e dimi-
nuir a probabilidade de a¢des que geraram recompensas mais baixas. Essa func@o de densidade

¢ calculada separadamente para as duas acoes de controle.

5.3. Funcao de recompensa

A proposta para a funcao de recompensa a ser maximizada é
R = _Cl|eden| _C2|ealt| - C3|avaz’ _C4|afl()c|; (55)

em que e;,, € e, Sao, respectivamente, o erro percentual da densidade de solidos e da altura
de interface em relagdo as referéncias desejadas. Os termos a,q; € afj,e sd0 decorrentes da
amplitude dos sinais de controle enviados para a vazdo de descarga, e a amplitude do sinal de
controle da adicdo de floculantes. O valor de a,,, €é a diferenca entre a amplitude da vazao de
descarga atual no instante ¢ e a amplitude da vazao no instante £ — 1. Por outro lado, ayj,. € a
dosagem de floculante no préprio instante ¢z, impactando diretamente a fun¢do de recompensa.
As constantes C| a Cy4 s@o pesos adicionados para permitir alterar a influéncia de cada varidvel
no resultado, sendo variados ao longo dos testes. Todas as varidveis de 5.5 serdo sempre po-
sitivas, dessa forma, a fung¢ao de recompensa é maximizada quando todas as varidveis forem
zero, indicando o caso em que ndo h4 erro em regime permanente e nenhuma acdo de controle
precisa ser tomada.

Antes da etapa de treinamento, o vetor com as recompensas ¢ normalizado a partir do

seu valor médio e desvio padrao
R— ug
OR '

R =

(5.6)

5.4. Estimador da Vantagem

Para o cdlculo da vantagem, foi empregada a versdao de estimador de vantagens genera-
lizadas (GAE, do inglés Generate Advantage Estimative) utilizada por Schulman et al. (2017)
e definida como

Ar=8+(YA)8y1+--+ (YA T8, (5.7)

€m que
6[ = FI+YV(SI+1)—V(St). (58)
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A constante A é um fator de desconto responsavel por ajustar o viés da estimativa definido
empiricamente, tendo valor entre 0 e 1. 7 € o nimero total de passos que serdo utilizados,

definindo a quantidade de transi¢des disponiveis para atualizagdo.

5.5. Gradiente da funcao de custo

Para a utilizacdo do algoritmo de retropropagacgao, serd necessdrio utilizar o gradiente da

funcdo de custo. A partir de (3.7) e (3.8), precisamos encontrar a derivada da seguinte equagao

J(G): n9<al‘|sl‘) At-
neold <at |St)

Durante a etapa de treinamento do ator, as vantagens permanecerdo constantes. Além

(5.9)

disso, sabendo que Vinx = %, temos

(9.](9) . alnﬂ?g(a,\s,)
00 a0

(5.10)

em que a politica mg é definida pela funcio de densidade de probabilidade (5.4), e seu

logaritmo natural é

1 2 1 2
Inz(als,0) = —Eln(ZnG )—W(a—u(s,e) ). (5.11)

Considerando que o treinamento ocorre a partir de repetidas épocas no mesmo conjunto
de dados, ou seja, varias passagens do conjunto formado por (a;,s:,5:+1), a média (s,0) é a
Unica varidvel dependente dos parametros, entao pode-se buscar maximizar a seguinte fung¢ao

em relacdo as ativacdes internas u

811’171'9 . 1
00 o2

u
(a—m)5g =0. (5.12)

Como as médias sdo as saidas da rede neural, yM , 0 gradiente da funcdo de custo utili-

zado na retropropagacao sera

oJ _adJ 1 oyM
56 =907~ 24~ G139

5.6. Parametros utilizados

A partir das recomendagdes de Andrychowicz et al. (2020), foram realizados diversos
experimentos para definir o conjunto de parametros que permitisse alcangar os melhores re-
sultados gerais com um bom desempenho. Os parametros gerais utilizados no algoritmo sao

apresentados na Tabela 5.1, enquanto a Tabela 5.2 e a Tabela 5.3 apresentam os parametros
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especificos para o ator e para o critico, respectivamente. Os valores apresentados foram a base

para os experimentos realizados.

Tabela 5.1: Parametros gerais do PPO utilizados nos experimentos.

Parametro Valor

Numero de passos T 80

Quantidade de mini lotes 4

Ajuste de corte € 0,25

Fator de desconto da vantagem A 0,9

Fator de desconto y 0,99

Funcdo de recompensa —5€gen —2e4 —0.5a10¢

Fonte: O autor.

Tabela 5.2: Parametros de treinamento do ator.

Parametro Valor
Numero de neur6nios nas camadas ocultas 64 x 32
Epocas de treinamento 30
Taxa de aprendizado o 0,002
Taxa de decaimento f3 0,9
Taxa de decaimento f3, 0,999

Fonte: O autor.

Tabela 5.3: Parametros de treinamento do critico.

Parametro Valor
Numero de neurdnios nas camadas ocultas 32 x 32
Epocas de treinamento 300
Taxa de aprendizado o 0,001
Taxa de decaimento 3 0,9
Taxa de decaimento f3, 0,999

Fonte: O autor.

Para a funcao de recompensa 5.5, foi utilizado um peso maior para o erro de densidade,
constante Cp, visto que geralmente esse € o principal foco de controle em espessadores. As
acoes de controle serdo um objetivo secunddrio no trabalho e por isso foram feitos testes com
constantes menores. Notou-se que a parcela referente a variacdo da vazao de saida ndo trazia

beneficios relevantes para o controle enquanto dificultava a estabilizacido do processo, portanto
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definiu-se C3 = 0. Dessa forma, a func¢do de recompensa utilizada como referéncia para os

experimentos foi

R = —5l|egen| — 2|eq| — 0,5]aioc)- (5.14)

5.7. Conclusao

Nesse capitulo foram descritos os pontos da implementagdo pratica do algoritmo que
demandaram alguma decisao de projeto. Enquanto essas decisdes tem um alto impacto no
desempenho e comportamento do agente de aprendizado por reforgo, as literaturas atuais pos-
suem pouco detalhamento em quais praticas devem ser adotadas. Sendo assim, esse capitulo
foi importante para explicitar qual a estrutura da rede neural utilizada, a funcdo de densidade de
probabilidade que gera as acdes continuas e qual a fun¢io de recompensa e o estimador da van-
tagem escolhidos. Foi também apresentado o gradiente da fun¢do de custo do PPO, necessario
na etapa de retropropagacao, e os parametros que serviram de base para os testes apresentados
no capitulo de resultados.

45



6. Resultados

Para a aplicacdo das técnicas apresentadas utilizou-se o simulador de espessadores de-
senvolvido por Pereira (2021, Capitulo 7). Este simulador, desenvolvido em MATLAB, foi
adaptado de forma a permitir a integragdo com o algoritmo de aprendizado por refor¢co. O PPO
foi aplicado a um modelo de espessador convencional cilindro-conico com 35 m de diametro
maximo e 7 m de altura total. A altura da regido conica é 3,8 m com inclinacdo de 14°. O
poco de alimentacdo possui 2 m. A alimentacdo do espessador foi mantida constante com vazao
de 800 ton/h exceto quando indicado. Considera-se a densidade da polpa de 1,64 g/cm® e a
densidade dos sélidos de 4,7 g/cm?. Foi utilizado no simulador um passo espacial dz = 0,1 m
e um passo de tempo dt = 11,74 s.

Devido a complexidade de um sistema com multiplas entradas e multiplas saidas, deci-
diu-se testar inicialmente o sistema com apenas uma acao de controle, mantendo-se a segunda
acdo fixa, em busca de estabilizar os sinais de densidade e altura da interface. Nesses casos, a
funcdo de recompensa ndo considerou a parcela referente a acdo que foi fixada.

O algoritmo de PPO, coleta dados a cada T passos da simulagdo, que equivalem a apro-
ximadamente 29 minutos. Essa coleta comeca apés um periodo de 40 horas, intervalo em que
o sistema entra em regime de operacdo sendo controlado em malha aberta com valor fixo de
dosagem de floculante em 10 g/ton e de vazdo de saida em 300 fon/h. No momento em que
ocorre a coleta, os novos sinais de controle que serdo aplicados ao sistema siao gerados a partir
da politica atual do PPO. Como uma nova acao de controle sé € gerada apos esse tempo de 29
minutos, optou-se por variar a a¢ao linearmente ao longo do tempo até alcancar o novo valor de

controle.

6.1. Controle pela Vazao de Saida

O controle pela vazio de saida foi implementado mantendo-se a concentracdo de flo-
culante adicionada fixa em 10 g/ton. Como referéncia foi utilizado 2,16 m para altura da
interface e variou-se o setpoint de densidade de 2,0375 g/cm?® para 2,128 g/cm®> emt =40 h e
2,073 g/cm? em t = 350 h. O resultado para 600 & de simulag¢io pode ser visto na Figura 6.1.
As linhas horizontais indicam os momentos em que houveram treinamento do sistema e o inicio
da coleta de um novo conjunto de dados.

Analisando as varidveis controladas, a amplitude tanto da densidade quanto da altura
diminuem ao longo do tempo, mas com 600 horas de simula¢do ndo se estabilizam. Para o
setpoint de 2,073¢ /cm® de densidade a referéncia é alcangada em trés momentos, mas como
nestes momentos ainda hd erro relevante na altura de interface, o agente continua a exploracao
levando a atualizagdes da politica que distanciam o sistema da referéncia. O comportamento
se repete até o final das 600 horas iniciais. Apesar do sinal de controle possuir uma grande

variagdo em amplitude, este ¢ um comportamento esperado ao longo de 600 horas. A Figura
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Figura 6.1: Sinais das malhas de controle de vazdo para (a) densidade na descarga (b) altura da
interface (c) vazao na descarga e (d) dosagem de floculante, variando-se o setpoint de
densidade no underflow.
Fonte: O autor.

6.2 mostra os dados para as primeiras 24 horas em que a malha € fechada na simulagdo em

comparacao com o sinal de vazdo obtido de uma base de dados reais do espessador.

500 T T T T 500

0 5 10 15 20 0 5 10 15 20
Tempo [h] Tempo [h]

() (b)

Figura 6.2: Vazao no underflow ao longo de 24 h (a) proposto pelo controlador PPO e (b) sinal
amostrado de um espessador real em funcionamento na Vale S.A.
Fonte: O autor.

Pela Figura 6.2, nota-se como o sinal proposto pelo PPO € semelhante ao aplicado no
sistema real, quando comparado o mesmo intervalo de tempo, tanto para a variacao de amplitude
quanto para a frequéncia das variacdes. Enquanto no sistema real as variagdes ocorrem como
degraus, no PPO as variagdes foram aplicadas como rampa em busca de suavizar o sinal de
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controle. A parcela C3a,,;, na fun¢do de recompensa (5.5), é outra forma de tentar melhorar o
sinal de controle, sendo assim, foi feita nova simulagdo mantendo os parametros que geraram a

Figura 6.1 mas utilizando como recompensa 6.1. O resultado pode ser visto na Figura 6.3.

R = —5e40, — 24y — 0.5a,4; (6.1)
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Figura 6.3: Sinais das malhas de controle de vazado para (a) densidade na descarga (b) altura da
interface (c) vazao na descarga e (d) dosagem de floculante, variando-se o setpoint de
densidade no underflow e considerando o sinal de controle na recompensa.
Fonte: O autor.

Nota-se que na primeira metade do teste, o sinal de controle da vazao de saida realmente
teve menor variagdo, no entanto as varidveis controladas oscilaram mais. O controlador sé
conseguiu levar a densidade e a altura de interface em direcdo a referéncia quando aumentou a
variacao do sinal de controle, levando a um comportamento muito semelhante ao teste anterior,
ou seja, o custo de estabilizar o sinal de controle ndo compensa comparado ao objetivo principal
do sistema que é alcancar as referéncias. E possivel que para um tempo maior de simulaco,
devido a caracteristica de tentativa e erro do PPO, o agente encontrasse uma forma de atender
ambas as restricoes da recompensa, ou seja, seguir a referéncia e suavizar o sinal de controle.
Como para o periodo trabalhado essa alteracdo na recompensa nao apresentou melhoras, pelo
contrario, atrasou o aprendizado do sistema, foi mantido para os demais testes o valor de C3

igual a 0.
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6.2. Controle pela Dosagem de Floculante

O controle pela dosagem de floculante foi implementado mantendo-se a vazao de saida
fixa em 300 m?/h, o resultado para 600 4 de simulagio, pode ser visto na Figura 6.4. Como
referéncia foi utilizado 2,16 m para altura da interface e variou-se o setpoint de densidade de
2,0375 g/cm? para 2,128 g/cm® emt =40 he 2,073 g/cm® em t = 350 h.
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Figura 6.4: Sinais das malhas de controle de floculante para (a) densidade na descarga (b)
altura da interface (c) vazio na descarga e (d) dosagem de floculante, variando-se o setpoint de
densidade no underflow.
Fonte: O autor.

Tanto a densidade quanto a altura de interface se estabilizaram com um erro significativo
em relacdo as referéncias. Além disso, a variacdo de setpoint ndo gerou mudangas na politica
que gere o comportamento do sistema. De fato, notou-se a partir dos testes realizados que o PPO
ndo responde a mudangas pequenas nas obervagdes, o que pode estar ligado aos parametros de
treinamento das redes neurais, ou mesmo as suas estrutura. Vale ressaltar que o controle foi
feito com uma dosagem de floculante abaixo do valor padrdo de 10 g/fon, o que € um bom

sinal, pois € um reagente de alto custo para industria.

6.3. Controle por Vazao de Saida e Dosagem de Floculante

A Figura 6.5 apresenta o controle MIMO (do inglés Multiple Input, Multiple Output) do
sistema utilizando como agao de controle tanto a vazao da saida quanto a dosagem de floculante.
As referéncias foram alteradas apds as 40 horas inciais de regime em malha aberta para 2,5 m

de altura da interface e 2,184 g/cm? de densidade.
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Figura 6.5: Sinais das malhas de controle para (a) densidade na descarga (b) altura da interface
(c) vazdo na descarga e (d) dosagem de floculante, variando-se os setpoints de densidade no
underflow e altura da interface.
Fonte: O autor.

A Figura 6.6 apresenta o valor da recompensa para o controle MIMO. Nota-se que apés
250 horas o sistema alcanga as maiores recompensas €, mesmo variando os sinais de controle,
nao consegue alcancar consistentemente valores maiores do que —1.

Tanto a densidade quanto a altura se estabilizam apds as 250 horas, no entanto, enquanto
foi possivel alcancar a referéncia de densidade, houve um grande erro em relacdo a alturas de
interface. Uma possivel explicacdo estd relacionada as caracteristicas fisicas do sistema. Para
alcancar densidades mais altas na descarga do espessador, o material deve permanecer por um
certo periodo dentro do tanque para ocorrer a sedimentacdo, que pode ser natural ou acelerada
pelo acréscimo de floculante. Essa situagdo leva a um aumento da zona de sedimentagdo e
consequente diminuicdo da altura de interface do liquido clarificado. De forma equivalente,
ha uma limitacgdo fisica quando se deseja valores de densidade muito baixos. Caso a referéncia
esteja préxima ao valor de densidade da entrada, o material podera ser levado direto a saida com
pouco tempo por j4 ter a porcentagem de solidos desejadas, nao chegando a formar uma zona de
sedimentagdo extensa e, portanto, a altura de interface ird tender ao valor maximo. Lembrando
que pela descri¢ao do espessador, a altura méxima € de 5 m, que indica o fundo do equipamento.

Em um segundo momento, foi realizado testes variando-se apenas uma das referéncias.
Na Figura 6.7 manteve-se fixo a altura em 2,16 m e variou-se a densidade para 2,184 g/cm’
em 40 horas e entdo para 2,073 g/cm? ap6s 350 horas. Na Figura 6.8 manteve-se a referéncia
de densidade em 2,0375 g/ cm? e variou-se a referéncia de altura da interface para 2,4 m em 40

horas e entdo 2 m apds 350 horas.
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Figura 6.6: Recompensa do PPO para o controle MIMO variando-se sefpoints de densidade no
underflow e altura na interface.
Fonte: O autor.
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Figura 6.7: Sinais das malhas de controle para (a) densidade na descarga (b) altura da interface
(c) vazdo na descarga e (d) dosagem de floculante, variando-se o sefpoint de densidade no
underflow.
Fonte: O autor.

E possivel notar a dificuldade que o agente desenvolvido apresenta de alcangar as re-

feréncias de forma otimizada na Figura 6.7. Ao alcancar valores que se aproximam da re-

51



3 6
A
E o
52 E
() ©
s g°
g 1 <
S 0
[ T
0 : : - : o
0 200 400 600 0 200 400 600
Tempo (horas) Tempo (horas)
=
500 £ 20
2
400 % 15
<
o s
£ 300 3
§ 210
i
5 200 2
100 g5
g |
o= 8 0 1A |
0 200 400 600 o 0 200 400 600
Tempo (horas) Tempo (horas)

Figura 6.8: Sinais das malhas de controle para (a) densidade na descarga (b) altura da interface
(c) vazdo na descarga e (d) dosagem de floculante, variando-se o setpoint de altura da interface.
Fonte: O autor.

feréncia da densidade, a altura apresenta grande erro, até que, ap6s 300 horas de simulacao, ele
consegue aproximar a referéncia de altura. No entanto, na proxima atualizacao hd a alterac@o
da referéncia de densidade diminuindo o erro dessa variavel e, consequentemente, aumentando
a recompensa do sistema. Dessa forma, o sistema estabiliza em um 6timo local em que, apesar
de alcancar valores préximos da referéncia para ambas as varidveis, apresenta considerdvel erro
em regime permanente. No teste de variacao da referéncia de altura, Figura 6.8, o agente conse-
guiu atingir ambas as referéncias com cerca de 240 horas, mas apresentando grande oscilagao,
principalmente da altura de interface. Outro problema foi que o sistema nio variou 0 compor-
tamento para alcangar a referéncia de altura apds 350 horas, passando a ter um aumento do erro
em regime permanente. Esse problema pode ter ocorrido pela variagdo de referéncia ter repre-
sentado pouca diferenca na fun¢ao de recompensa ou mesmo devido a um overfitting do ator,
como € chamado o supertreinamento de uma rede neural se especializando em um conjunto de

dados especificos.

6.4. Controle com a presenca de perturbacoes

Por fim, realizou-se o teste mantendo as referéncias fixas em 2,0375 g/ cm? de densidade
no underflow e 2,16 m de altura da interface, e aplicando uma perturbagao no sistema ao variar a
concentracao de s6lidos na alimentacdo de 0,173 para 0,1743 em 40 hroas e para 0,1718 em 350

horas. A mesma configuracao foi utilizada em testes com técnicas estabelecidas de controle, no
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caso controladores PI e DMC desenvolvido no trabalho de Pereira et al. (2020), Figura 6.9, e
em testes utilizando PPO, Figura 6.10. Observa-se que a variagdo no material de alimentagcdo
apresentou grande impacto nos controladores DMC e PI, sendo que esse ultimo demonstrou
grande oscilagdo, sem conseguir estabilizar no tltimo intervalo. Por outro lado, o controlador
PPO conseguiu alcancar ambas as referéncias com comportamento semelhante ao demonstrado
nos testes anteriores, se mostrando pouco sensivel a esse tipo de perturbacio. O fato do controle
ainda estar oscilatério também influéncia, se tornando natural que mudancas e ruidos de pouca
amplitude sejam ignorados, mas espera-se que com um maior ajuste do controle, o sistema

continue robusto visto que o distdrbio nao impacta diretamente na fun¢dao de recompensa.
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Figura 6.9: Sinais das malhas de controle DMC e PI para (a) densidade na descarga (b) altura
da interface (c) vazdo na descarga e (d) dosagem de floculante, variando-se a densidade da
polpa de alimentacao.
Fonte: Adaptado de Pereira (2021).

6.5. Conclusao

Para o espessador estudado foi possivel perceber que os melhores resultados foram
alcancados ao se realizar o controle com multiplas entradas, ou seja, vazao de saida e dosa-
gem de floculantes, pois permitiu seguir as referéncias a0 mesmo tempo que gerou economia
de floculante. Importante destacar o fato de que a reducdo de gasto de floculante é um objetivo
secundério que leva a uma reducdo de custo do processo, mas que ndao deve se sobrepor ao
objetivo de regular a densidade adequadamente. Apesar do controlador utilizando PPO ter con-
seguido alcancar e se manter proximo dos valores de referéncia, o tempo gasto, o erro no regime
permanente e a oscilagdo da variavel controlada ndo sdo adequados para aplicagdes tipicas de
controle, sendo que hoje ainda € mais vantajoso utilizar técnicas ja consolidadas como DMC

ou o classico PID. A aplicacao de aprendizagem por refor¢o, em especial o PPO, na area de
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Figura 6.10: Sinais das malhas de controle PPO para (a) densidade na descarga (b) altura da
interface (c) vazao na descarga e (d) dosagem de floculante, variando-se a densidade da polpa
de alimentagao.
Fonte: O autor.

controle de processos, ainda depende de um melhor entendimento dos seus parametros e de
sua implementac@o, no entanto esta € uma drea que possui muito espagco para evoluir, e sua
caracteristica de imunidade a distarbios, alta abstracao e generalizacdo tornam esta uma técnica
promissora para o futuro. Dada a liberdade para se trabalhar com tais algoritmos, uma melhor
parametrizacdo e até abordagens diferentes para a funcdo de recompensa ou desenvolvimento
do cédigo poderiam levar a resultados melhores. Outro ponto a se considerar, € sua utilizagdo
para definir os parametros 6timos de um controlador convencional como o PID ao invés de ser

utilizado diretamente como controlador principal de um sistema.
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7. Conclusao

Neste trabalho buscou-se desenvolver uma nova alternativa, ainda pouco explorada, de
controle para processos de mineracdo. O crescente avanco das técnicas de aprendizagem por
reforco indicam que tais técnicas sdo capazes de suprir as necessidades de controle e, talvez,
até superar as aplicagdes cldssicas. Com essa motivagdo, foi utilizada a técnica de PPO para
realizar o controle de um espessador convencional.

A partir de um simulador do processo, esperava-se controlar a densidade e a altura da
interface de sélidos de forma a obter maior eficiéncia do processo de sedimentacado e separacao
s6lido-liquido, além de melhorar a utiliza¢do dos floculantes. No entanto, apesar do contro-
lador utilizando PPO ter sido capaz de manter as varidveis controladas proximas do valor de
referéncia, o erro em regime permanente e a alta oscilacao fazem com que os resultados encon-
trados ndo sejam adequados para aplicagcOes reais. Sendo assim, ndo foi possivel dar prossegui-
mento a aplicacdo do agente treinado no espessador.

O controlador baseado em aprendizagem por refor¢co € uma aplicacdo em que se tem
muita liberdade e, atualmente, ainda ndo existe uma técnica que guie a escolha adequada dos
parametros. Para processos continuos que fazem uso de redes neurais, h4 ainda mais escolhas a
serem feitas como a estrutura e a forma de treinamento dessas redes. Mesmo assim, foi possivel
ver boas caracteristicas como a insensibilidade na presencga de distdrbios e a possibilidade de
alcangar economia no uso de floculantes, se comparado com a média necessaria em aplicagdes
utilizando PID e DMC. Devido a liberdade na defini¢do da recompensa do sistema € possivel
extrapolar uma aplicacdo comum de controle levando a ganhos financeiros além dos proprios
ganhos de processo. Futuramente, com uma melhor defini¢do dos pardmetros, ou mesmo com
novas abordagens como a utiliza¢do de outras técnicas de aprendizagem por reforco, ou ainda a
utilizagdo para otimizar um controlador PID ou equivalente, espera-se alcancar todo o potencial

que a inteligéncia artificial tem a oferecer.

7.1. Propostas de Trabalhos Futuros

Utilizar varios atores rodando em paralelo de forma que a contribui¢do de cada um deles
seja somada no fim de cada atualizacdo do agente. Com isso € possivel otimizar o tempo da
simulacao, sendo inclusive uma estratégia prevista na proposta inicial do PPO.

Desenvolver o agente em linguagem Python, onde ha varios frameworks dedicados a
aprendizagem por reforco ja consolidados, evitando dificuldades com detalhes secundérios de
implementagao do cédigo que ndo sdo claros. Caso necessario, € mais interessante adaptar o
simulador para rodar em Python, ou criar uma interface que permita a comunicagdo do MATLAB
com essa linguagem.

Implementar uma técnica de earlystopping durante o treinamento das redes neurais, in-
terrompendo o aprendizado em momento adequado de forma a evitar overfitting e poupar tempo.
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Essa estratégia poderia ser decisiva nos casos em que um comportamento préximo do ideal foi
alcancado, mas a atualizacao seguinte leva o sistema novamente a recompensas ruins.

Encontrar os melhores parametros a partir de um algoritmo de busca. Apesar de al-
guns dos parametros terem pouca influéncia no comportamento final do agente, outros como a
estrutura das redes neurais e a fun¢do de recompensa utilizada, sdo pontos chave para o bom
funcionamento do sistema.

Aplicar o controlador por PPO ja treinado em espessadores reais, apds alcangar resulta-
dos satisfatorios durante o treinamento. Seria importante testar a capacidade de adaptagdao do
agente em diversos espessadores reais que sao diferentes entre si, e também diferente dos mo-
delos ideais e simplificados que s@o os simuladores utilizados para treinamento, testando assim
a capacidade de de generalizacdo de um controlador desenvolvido a partir de aprendizagem por
reforco.
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